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1 [bookmark: _heading=h.ct52dx2nl09c]Rezumat
Raportul este o parte (intermediară) a livrabilului pentru Activitatea III .1.3 CD4 UMFGT Evaluarea, compararea și integrarea datelor de la markeri clinici, de laborator, fMRI și neuroimagistici, la pacienții cu cancer avand prezența / absența durerii.
Raportul începe cu o discuție despre markerii fMRI care pot sa fie utilizati în contextul durerii cronice. Datele obținute în Activitatea II1.2 sunt analizate într-o maniera statistica aprofundata în ce privește mărimea efectului pentru fiecare conexiune identificată ca atipică. Sunt discutate legăturile funcționale detectate ca atipice care pot sa fie folosite ca marker al durerii cronice. Este analizat modelul normativ în vederea testarii performanțelor sale in identificarea de trasaturi specifice și altor afectiuni, nu doar durere cronică, dar și tulburări psihice. Rezultatele sunt promițătoare și au fost prezentate într-un articol depus (si acceptat) la conferința AIAI 2025.
In aceast etapa a cercetarii a fost identificata nevoia utilizarii unor metode pentru armonizarea datelor multi site pentru a putea folosi date fMRI despre diferite neuro afectiuni care cel mai probabil sunt achizitionate folosind protocoale specifice diferitele de la un site de achizitie la altul.  O metoda pentru armonizare identificată este metoda ComBat. Aceasta a fost implementată și testată în ce privește performanțele sale pe date sintetice. Armonizarea datelor nesintetice folosite la antrenarea modelului normativ a condus la o serie de suprapuneri intre conexiunile funcționale identificate inițial ca anormale si respectiv după antrenarea cu date armonizate. Metoda de armonizare analizata trebuie folosita doar daca este absolut necesar si rezultatele obținute cu metode de armonizare trebuie interpretate cu precauție.
Datele colectate până la 18.02.2025 au fost organizate într-o bază de date standardizată, cu respectarea principiilor de anonimizare. Participanților li s-au atribuit identificatori unici, iar conversia datelor din format DICOM în format BIDS a eliminat metadatele sensibile (ex. nume, CNP). Fișierele imagistice rezultate, în format .nii, au fost supuse etapei următoare: preprocesare cu fMRIPrep, care permite standardizarea și analiza ulterioară.
Capitolul 6 descrie metodologia de procesare și analiză fMRI pentru sesiunea 1 a fiecărui participant, când se aplica un stimul dureros la mijlocul înregistrării BOLD. Aceste sesiuni sunt procesate astfel încât seriile de timp curățate specific (de variabile confundate si efectul taskului) sunt împărțite în segmente PRE și POST-stimul. Raportul prezintă atât analiza și vizualizarea la nivel de voxel, cât și evaluarea conectivității funcționale la nivel de rețele, utilizând atlasul Yeo17 pentru extragerea ROI-urilor intre seriile pre si post stimulare.
Datele colectate până la 30.10.2025 au fost organizate într-o bază de date standardizată si preprocesate pana la obtinerea matricelor de modificare a conectivității funcționale cerebrale asociate aplicarii unui stimul dureros. A fost realizata o analiza statistica de tip pacient independent - grupul de control pentru a vedea daca exista, cel putin din punct de vedere prospectiv, diferente intre populatii. S-a observat o reorganizare a răspunsului funcțional la durere de tipul reducerii procesării informației externe și concentrarii pe procesări interne.  
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Activitățile desfășurate până în prezent, inclusiv analiza deviațiilor de conectivitate funcțională folosind modele normative aplicate pe date rs-fMRI, contribuie în mod direct la obiectivele activității de evaluare, comparare și integrare a markerilor clinici, biologici și neuroimagistici la pacienții oncologici cu sau fără durere. Prin identificarea conexiunilor funcționale atipice, s-au conturat potențiali markeri neuroimagistici care caracterizează durerea cronică și/sau alte tulburări. Aceste informații pot fi corelate cu datele clinice (ex. intensitatea durerii raportată subiectiv), parametrii biologici, etc pentru a stabili un profil neurofuncțional integrat al durerii în cancer. Modelul normativ, prin capacitatea sa în detectarea deviațiilor de grup de la norma funcțională, oferă un cadru valid pentru identificarea unor anomalii subtile. Acest tip de analiză permite integrarea datelor fMRI în seturi multidimensionale de markeri, cu valoare predictivă și diagnostică. Pentru a putea extinde analiza în ce privește potențialii biomarkeri pentru durere cronică este nevoie de seturi mai mari de date atat pentru durere cronică cât și pentru alte neuro afectiuni și persoane sănătoase. Pentru ca acestea sa poata sa fie folosite împreuna, datele trebuie armonizate deoarece, cel mai probabil sunt achizitionate folosind protocoale specifice diferitele de la un site de achizitie la altul.  O metoda pentru armonizare identificată este metoda ComBat. Aceasta a fost implementată și testată, mai intai, de date artificiale în ce privește performanțele.  Armonizarea datelor din mai multe surse (UCLA, COBRE, BD durere cronica) a condus la o serie de suprapuneri intre conexiunile funcționale anormale identificare inițial si pe setul de date armonizat, ceea ce ne conduce la concluzia ca, deși armonizarea datelor poate ajuta la diminuarea diferențelor, nu le elimina cu totul, iar controlul asupra rezultatelor obținute este slab. Astfel de metode trebuie folosite cu precauție, in cazul in care exista certitudinea ca protocoalele experimentale si de achiziție sunt cel puțin, in linii mari, asemănătoare. 
După definirea și selectarea metodelor de analiză prezentate anterior, următorul pas a constat în organizarea datelor obținute în cadrul studiului. Până la data de 18.02.2025 au fost colectate și centralizate toate datele disponibile, acestea fiind structurate într-o bază de date standardizată.
Procesul a debutat cu anonimizarea participanților, prin eliminarea numelui și prenumelui și atribuirea aleatoare a unor identificatori unici, utilizați ulterior pe tot parcursul studiului. În acest mod au fost protejate informațiile cu caracter personal.
Un al doilea nivel de anonimizare a fost realizat în etapa de conversie a datelor din format DICOM în format BIDS. Această transformare presupune generarea fișierelor imagistice în format  .nii, care nu mai păstrează metadate sensibile precum numele sau CNP-ul, prezente în fișierele DICOM originale.
    Datele organizate în format BIDS au constituit baza pentru etapa următoare, respectiv preprocesarea cu fMRIPrep, care asigură corectarea artefactelor, alinierea imaginilor și standardizarea lor în vederea analizelor ulterioare.
    In sesiunea 1 aferentă fiecărui participant, la mijloc este aplicat un stimul dureros. Acest raport detaliază metodologia aplicată în procesarea și analiza datelor funcționale fMRI provenite din experimentul ce investighează efectele unui stimul dureros aplicat la mijlocul unei înregistrări BOLD. Procesarea include preprocesarea datelor brute cu fMRIPrep, construcția unei matrici de design pentru un model liniar general (GLM) aplicat la nivel de voxel, regresia semnalului pentru a elimina componentele legate de variabilele confundate si task și împărțirea semnalului filtrat în segmente REST și POST-stimul. 
Pasul următor constă în investigarea efectelor stimulului dureros asupra activității cerebrale, pornind de la semnalul BOLD preprocesat și testând, la nivel de voxel, diferențele dintre perioadele PRE (pre-stimulare) și POST (post-stimulare) prin t-test pentru perechi aplicat pe cele două serii. La acest pas se generează hărți statistice (t-map, p-map) pentru inspecția vizuală a datelor. 
Complementar, se estimează modificările conectivității funcționale la nivelul rețelelor cerebrale folosind atlasul Yeo 17 și mai multe măsuri de corelație pentru a caracteriza schimbările inter-rețele intre stările PRE-rest și POST-stimul.
Datele colectate până la 30.10.2025 au fost organizate într-o bază de date standardizată, cu respectarea principiilor de anonimizare, au fost transformate BIDS, preprocesate cu fMRIPrep, curatate si folosite pentru a extrage din sesiunea 1 secventa BOLD pre si post aplicarea unui stimul dureros. Pe fiecare dintre secventele pre si post stimul a fost calculata matricea de conectivitate functionala (prin mai multe metode), precum si matricea diferența POST-PRE stimul – care stocheaza modificarea funcțională apărută din cauza stimulului dureros.  S-a investigat, in continuare, modificare conectivității funcționale cerebrale asociate stimulului dureros la pacienți cu durere oncologica, comparativ cu un grup de control format din participanți sănătoși, in baza datelor existente la acest moment. 
 Comparatia dintre un pacient independent si grupul de control a fost realizata aplicand testul Crawford–Howell, pentru fiecare conexiune s-au calculat: valoarea t, probabilitatea asociata (p-value), scorul Z fata de distribuția datelor de control. S-a incercat controlul erorii prin aplicarea corectiei FDR, dar deoarece numarul de conexiuni este relativ mare raportat la dimensiunea esantionului, nu s-a detectat vreunui efect semnificativ statistic. Din acest motiv, au fost analizate conexiunile cu prag necorectat p < 0.05, considerate exploratorii. Astfel, sa observat o reducere a modificării conectivității între rețeaua vizuală (VIS) și rețeaua ventrală a atenției (VAN), intre  VAN și rețeaua temporo-parietală (TP), precum si între rețeaua atenției dorsale (DAN) și rețeaua Default Mode (DMN) si o crestere  a modificării conectivității între rețeaua atenției dorsale (DAN) și rețeaua Default Mode (DMN), comparativ cu răspunsul grupului de control. Aceste variatii se repeta pentru aproape toate metodele de estimare a conectivitatii functionale.
Se poate discuta despre o reorganizare a răspunsului funcțional la stimulul dureros, caracterizată prin reducerea modificărilor asociate procesării informației externe și prin accentuarea procesării interne. Aceste rezultate sunt consistente cu modelele neurocognitive ale durerii persistente, conform cărora stimulul nociceptiv devine un factor dominant în reglarea dinamicii rețelelor cerebrale, modificând modul în care creierul răspunde la evenimente senzoriale relevante.










3 [bookmark: _heading=h.niswwqlewezt]Explorarea sistematică a deviațiilor de conectivitate funcțională rezultate din modelul normativ pentru a identifica markeri neurologici relevanți pentru durerea cronică
Durerea cronică și tulburările psihiatrice, precum schizofrenia (SCH), tulburarea bipolară(BP), tulburarea de deficit de atenție/hiperactivitate (ADHD) sunt în prezent diagnosticate pe baza simptomelor clinice, care pot fi subiective și extrem de variabile între indivizi [1]. Aceste tulburări prezintă frecvent suprapuneri clinice și neurobiologice semnificative, ceea ce complică diferențierea lor prin metodele tradiționale de diagnostic [2]. Dovezi recente sugerează că tulburările psihiatrice și durerea cronică împărtășesc circuite neuronale comune, în special la nivelul sistemului limbic și al cortexului prefrontal, regiuni implicate atât în procesarea emoțiilor, cât și a durerii [3]. Cu toate acestea, în ciuda acestor mecanisme comune, ele sunt studiate separat, ceea ce limitează o înțelegere integrată a naturii lor interconectate și a dezvoltării unor strategii terapeutice noi. 
În ciuda prevalenței ridicate la nivel global a tulburărilor psihiatrice [4], a interesului științific în creștere față de durerea cronică [5] și a progreselor în neuroimagistică, identificarea unor biomarkeri funcționali larg acceptați rămâne evazivă, ceea ce limitează precizia în diagnostic și selecția tratamentului. Acest decalaj evidențiază nevoia acută de instrumente de diagnostic obiective, bazate pe fundamente neurobiologice solide. 
Conectivitatea funcțională cerebrală, examinată frecvent prin imagistica prin rezonanță magnetică funcțională de repaus (rs-fMRI), este esențială pentru înțelegerea modului în care diferite regiuni ale creierului interacționează pentru a susține funcțiile cognitive, senzoriale și emoționale. Anomaliile de conectivitate funcțională au fost asociate cu multiple tulburări neurologice și psihiatrice, ceea ce face din rs-fMRI un instrument valoros pentru identificarea markerilor potențiali ai diferitelor neuroafectiuni [6]. O analiză la nivel de grup a deviațiilor de conectivitate față de normalitate, în cazul durerii cronice si tulburărilor psihiatrice, permite identificarea atât a modificărilor unice, cât și a celor comune, contribuind la înțelegerea bazelor lor neuronale.
Sunt examinate sistematic tiparele atipice de conectivitate, atât comune cât și specifice diferitelor afecțiuni identificate folosind modelul normativ bazat pe retea de tip encoder-decoder dezvoltat anterior. Va fi folosit modelul care s-a dovedit a fi cel mai robust la variabilitatea preprocesării datelor (strategiile de denoising, metodele de extragere a rețelelor cerebrale funcționale (FBN) și metricele de corelație utilizate pentru estimarea matricelor de conectivitate), folosind metoda de selectie dezvoltata anterior.
Reamintim că au fost utilizate două seturi de date fMRI disponibile public, unul pentru durere cronică și celălalt pentru tulburări neuropsihiatrice, selecționate datorită calității înalte și prezenței participanților sănătoși și diagnosticați clinic. Setul CPDS [7] include 20 de participanți sănătoși și 17 pacienți cu durere cronică iar setul UCLA [8] cuprinde 138 de persoane sănătoase și 152 de pacienți împărțiți între schizofrenie, tulburare bipolară și ADHD. Diferențele de achiziție între cele două seturi și dimensiunea redusă a CPDS au impus împărțirea datelor în scopul ajustării modelului. Preprocesarea rs-fMRI a fost realizată cu fMRIPrep și Nilearn, incluzând extracția creierului, segmentarea anatomică, corectarea mișcărilor, normalizarea spațială, regresia semnalelor și filtrarea frecvențială. Au fost aplicate două metode diferite de denoising conform [9], iar conectivitatea funcțională a fost estimată prin corelații Pearson, Spearman, Kendall respectiv DTW, utilizând atlasul Yeo 17 [10] în variantele „thick” și „thin”. Modelul normativ propus este un autoencoder de tip MLP antrenat pe date de la participanți sănătoși. Erorile de reconstrucție obținute indică abateri potențiale de la conectivitatea normală și sunt evaluate statistic cu testul Mann–Whitney. 
Pentru selecția celui mai robust model, s-au antrenat mai multe modele, acoperind toate combinațiile de metode de preprocesare, atlase si metode de estimare a corelatiei. Conexiunile detectate frecvent (în funcție de un prag th) ca atipice au contribuit la calculul unui scor total (TS) pentru fiecare model. TS este o măsură de performanță agregată folosită în selecția modelului normativ, care reflectă stabilitatea și consistența conexiunilor funcționale identificate ca atipice de către un model în mai multe configurații.
Modelul ales a fost cel care a maximizat diferențierea între grupuri și a menținut stabilitate între iterații. Ulterior, modelul a fost aplicat și în analiza durerii cronice, cu o etapă suplimentară de fine-tuning pentru adaptare la CPDS. Această etapă a asigurat generalizarea modelului la date colectate diferit, permițând detectarea deviațiilor de conectivitate funcțională în durerea cronică similar celor identificate în tulburările psihiatrice.  Motivul pentru care s-a lucrat în doi pasi este datorat faptului ca cele doua baze de date prezinta parametri diferiti de achizitie așa ca pasul suplimentar de fine-tuning nu a putut sa lipseasca. 
In viitor, deoarece nevoia de a utiliza baze de date publice (cu date cel mai probabil achiziționate în maniere diferite) este evidenta, vor fi căutate strategii de armonizare pentru datele multi site pentru a inlocui pasul de fine-tuning.
Testul Mann–Whitney U este util pentru a detecta diferențe semnificative statistic între două grupuri, dar nu oferă informații despre dimensiunea practică a acestor diferențe. De aceea, în această activitate, a fost completat cu estimarea efectului mărimii folosind corelația biserială de rang (RBC). RBC oferă o măsură a intensității diferenței observate și este esențial pentru a stabili relevanța clinică a unei conexiuni.
Formula utilizată este:

                                    RBC = (2 × U) / (n1 × n2) – 1

unde U este valoarea statisticii Mann–Whitney, iar n1 și n2 sunt dimensiunile celor două grupuri. 
RBC este o măsură a mărimii efectului asociată cu testul Mann–Whitney U, utilizată pentru a evalua diferențele dintre două grupuri atunci când datele nu respectă presupunerea de normalitate. RBC exprimă proporția diferențelor ordonate între toate perechile posibile de observații din cele două grupuri. Valoarea sa variază între -1 și +1 și poate fi interpretată ca o măsură a probabilității ca o observație aleatoare dintr-un grup să aibă o valoare mai mare decât o observație aleatoare din celălalt grup, minus probabilitatea inversă.
Valori pozitive pentru RBC implică faptul că, în medie, valorile măsurate în primul grup tind să fie mai mari decât cele din al doilea grup. Invers, RBC negativ implică o tendință ca valorile din al doilea grup să fie mai mari decat cele din primul grup.
Dacă se analizează conectivitatea funcțională între două rețele cerebrale la două grupuri de participanți: grupul A: pacienți cu o afecțiune neurologică si grupul S: persoane sănătoase și dacă aplicând testul Mann–Whitney U, diferența este semnificativă statistic (p<0.05), iar RBC este pozitiv și cât mai apropiat de 1 atunci putem spune ca pacienții (grup A) au valori mai mari ale conectivității funcționale între aceste rețele, comparativ cu persoanele sănătoase (grup S). 
Valoarea RBC variază între -1 și +1, iar valori mai mari  în modul în modul indică efecte mai puternice. Mărimi mari ale efectului (|RBC| ≥ 0.5) indică modificări puternice ale conectivității, efectele moderate (0.3 ≤ |RBC| < 0.5) sugerează abateri semnificative, dar mai puțin accentuate, în timp ce efectele mici (|RBC| < 0.3) reprezintă diferențe subtile fata de valorile normale identificate pentru conectivitate.
Observatie: Corecția Bonferroni este o metodă clasică de ajustare a pragului de semnificație pentru teste multiple, pentru a reduce riscul erorilor de tip I. Totuși, aplicarea sa într-o etapă exploratorie, cum este cazul prezentului studiu, ar fi fost excesiv de conservatoare și ar fi dus la excluderea unor conexiuni potențial relevante. De exemplu, la un număr de 136 de conexiuni, pragul de semnificație ajustat ar deveni extrem de mic (≈ 0.00037), crescând riscul de erori de tip II (neidentificare a conexiunilor atipice relevante).

Rezultatele procedurii de selecție a modelului
Pentru a identifica cel mai robust model encoder-decoder, au fost evaluate cele 20 de configurații. Evaluarea s-a facut  în funcție de capacitatea lor de a minimiza eroarea totală de reconstrucție pentru participanții sănătoși. Tabelul 1 rezumă valorile MAE (Mean Absolute Error) calculate pe baza tuturor valorilor conexiunilor distincte din matricea de conectivitate pentru participanții sănătoși, în diverse configurații. Modelele care au înregistrat cele mai bune erori de reconstrucție s-au diferențiat prin strategia de denoising utilizată, tipul de atlas și metoda de corelație aplicată. Cu toate acestea, s-a observat că metodele de corelație bazate pe tau-ul lui Kendall și pe DTW (Dynamic Time Warping) au condus la cele mai bune rezultate.

Tabelul 1. Performanța modelelor în funcție de metodele de preprocesare și conectivitate
	Model (metoda de preprocesare, tip atlas, metoda corelatie)
	MAESanatos

	M2, thin, Kendall
	0.1159

	M2, thick, Kendall
	0.1169

	M1, thick, Kendall
	0.1193

	M1, thin, Kendall
	0.1197

	M1, thick, DTW
	0.1200

	M1, thin, DTW
	0.1210

	M2, thin, DTW
	0.1240

	M2, thick, DTW
	0.1260

	M2, thin, Pearson
	0.1579

	M2, thick, Pearson 
	0.1602

	M1, thick,  Regularized Pearson
	0.1638

	M1, thin, Pearson
	0.1652

	M2, thin, Spearman
	0.1665

	M2, thick, Spearman
	0.1698

	M1, thick, Spearman
	0.1714

	M1, thin, Spearman
	0.1742

	M2, thick,  Regularized Pearson
	0.1744

	M2, thin,  Regularized Pearson
	0.1749

	M1, thick, Pearson
	0.1765

	M1, thin,  Regularized Pearson
	0.1781



Urmând strategia de selecție pentru cel mai robust model cu valorile thF de 9, 10 și 11, am calculat TS (scorurile de test) pentru toate modelele. În Tabelul 2 sunt prezentate cele mai bune cinci scoruri TS pentru fiecare valoare thF considerată.

Tabelul 2. Cele mai bune cinci scoruri TS pentru valorile thF considerate.
	thF=9
	thF=10
	thF=11

	TSM2,thin,Kendall = 99
	TSM1,thin,Kendall = 75
	TSM1,thin,Kendall =55

	TSM2,thin,Spearman =91
	TSM1,thin,Spearman= 75
	TSM1,thin,Spearman =55

	TSM2,thin,Pearson=88
	TSM2,thick,Kendall =75
	TSM2,thick,Kendall =55

	TSM1,thin,Kendall =84
	TSM1,thin,Pearson= 73
	TSM1,thick,Spearman=55

	TSM1,thin,Spearman = 84
	TSM1,thin,Kendall =72
	TSM2,thin,Kendall =55



Așa cum am discutat anterior, pentru o selecție cât mai robustă a modelelor, au fost luate în considerare conexiunile funcționale anormale cele mai stabile — adică acele conexiuni care au apărut ca semnificative în mod consecvent în mai multe experimente — deoarece acestea sunt mai susceptibile in a reflecta alterări reale ale conectivității funcționale, și nu artefacte ocazionale cauzate de variații în procesarea prealabilă a datelor.
Per ansamblu, modelele antrenate cu date preprocesate folosind metoda M1, atlasul Yeo 17 Thin și corelațiile Spearman, respectiv Kendall, au obținut cele mai mari scoruri. Cu toate acestea, în ciuda scorurilor TS similare, analiza datelor din Tabelul 1 arată că modelele antrenate cu matrici de conectivitate calculate pe baza coeficientului de corelație Spearman prezintă în mod constant erori mari de reconstrucție pentru participanții sănătoși.
Pe baza acestor observații, cel mai robust model a fost cel antrenat folosind date preprocesate cu metoda M1, atlasul Yeo 17 varianta „thin” pentru parcelare și corelația tau a lui Kendall pentru estimarea matricei de conectivitate. Acest model a prezentat erori de reconstrucție scăzute (situându-se în top cinci dintre cele 20 de modele testate) pentru participanții sănătoși, indicând capacitatea sa de a învăța un reper normativ stabil.

Rezultatele modelului selectat pentru tulburările psihiatrice
În urma selecției modelului, am analizat erorile de reconstrucție pentru fiecare conexiune funcțională în rândul participanților din setul de testare UCLA, comparând grupurile cu tulburări psihiatrice (schizofrenie – SCZ, tulburare bipolară – BD, ADHD) cu subiecții sănătoși. Pentru a determina deviațiile semnificative statistic ale conectivității, s-a aplicat un test Mann–Whitney U pentru fiecare conexiune funcțională, considerând semnificativă o valoare p < 0.05. Pentru a cuantifica mărimea acestor diferențe, am calculat corelația biserială de rang. Tabelul 3 prezintă conexiunile identificate ca semnificative din punct de vedere statistic pentru fiecare dintre tulburări.
Conectivitatea atipică între regiunile LIM_A–SM_B, DAN_B–SM_B, DAN_A–DAN_B, SM_B–VIS_A și LIM_B–VAN_A caracterizează grupul SCZ. Devierea conectivității între LIM_B–VAN_B, VAN_A–SM_A și DMN_C–DAN_A este specifică grupului cu tulburare bipolară (BP), în timp ce ADHD este caracterizat de conectivitate anormală între DAN_B–VIS_B, DMN_A–DAN_B și DMN_A–DMN_C.
   
Tabelul 3. Conexiuni funcționale cu erori de reconstrucție semnificative (H- sanatos)
	Conexiuni funcționale
	H-SCH
p-value
	H-SCH
RBC
	H-BP
p-value
	H-BP
RBC
	H-ADHD
p-value
	H_ADHD
RBC

	LIM_A-SM_B
	0.0017
	-0.6466 
	
	
	
	

	DAN_B-SM_B
	0.0187
	-0.4866 
	
	
	
	

	DAN_A-DAN_B
	0.0285
	 0.4533 
	
	
	
	

	SM_B-VIS_A
	0.0460
	-0.4133 
	
	
	
	

	LIM_B-VAN_B
	0.0497
	-0.4066
	
	
	
	

	LIM_B-VAN_A
	
	
	0.0099
	 0.5333
	
	

	VAN_A-SM_A
	
	
	0.0364
	 0.2800
	
	

	DMN_C-DAN_A
	
	
	0.0426
	-0.4199
	
	

	VAN_B-SM_A
	
	
	
	
	0.0339
	 0.4583

	DAN_B-VIS_B
	
	
	
	
	0.0374
	 0.4500

	DMN_A-DAN_B
	
	
	
	
	0.0373
	-0.4499

	DMN_A-DMN_C
	
	
	
	
	0.0373
	-0.4499










 




Rezultatele modelului selectat după reglajul fin pentru PCDS și UCLA
Modelul ajustat (fine-tuned) a fost evaluat pe setul de testare PCDS și re-evaluat pe setul de testare UCLA pentru a observa eventuale modificări. Modelul selectat a fost supus unei proceduri de reglaj fin timp de 150 de epoci, iar un punct de control intermediar a fost stabilit la epoca 100. Conexiunile funcționale semnificative din punct de vedere statistic au fost calculate pentru model atât la epoca 100, cât și la epoca 150.
În Tabelul 4 sunt prezentate conexiunile conservate, pierdute și nou identificate pentru cele patru grupuri țintă: SCZ (schizofrenie), BP (tulburare bipolară), ADHD și CP (durere cronică).

Tabelul 4. Conexiuni funcționale semnificative înainte și în timpul reglajului fin
	
	Conexiuni Conservate 
la epoca 150
 (p-value)
	Conexuni noi la epoca
 100
	Conexuni noi la epoca 150
 (p-value)
	Conexuni pierdute la epoca
 100

	H-SCZ
	LIM_A-SM_B     (0.0013)
DAN_B-SM_B    (0.0156)
DAN_A-DAN_B (0.0335)
	VAN_A_DAN_A
	-
	LIM_B_VAN_B
SM_B_VIS_A

	H-BP
	LIM_B-VAN_A   (0.0119)
DMN_C-DAN_A (0.0363)
VAN_A-SM_A     (0.0496)
	-
	-
	-

	H-ADHD
	DMN_A-DAN_B (0.0307)
DMN_A-DMN_C (0.0372)
VAN_B-SM_A     (0.0493)
DAN_B-VIS_B     (0.0493)
	-
	-
	-

	HP-CP
	-
	-
	LIM_B-VAN_A (0.0491)

	-



În timpul procedurii de reglaj fin, două conexiuni care erau inițial semnificative statistic pentru schizofrenie au fost pierdute înainte de epoca 100, cel mai probabil din cauza valorii p inițiale apropiate de 0.05. O nouă conexiune a apărut ca semnificativă pentru SCZ, și anume conexiunea VAN_A–DAN_A (cu p = 0.0393 și RBF = 0.4216 la epoca 150). Așa cum era de așteptat, clasa CP nu a fost caracterizată prin nicio conexiune semnificativă înainte de reglajul fin, însă la epoca 150, conexiunea LIM_B–VAN_A a fost identificată ca fiind atipică din punct de vedere statistic (cu RBF = 0.4011). Modelele inițiale distincte de alterări ale conectivității pentru tulburările psihiatrice au fost în mare parte conservate, în timp ce participanții cu durere cronică au prezentat o conexiune funcțională anormală: LIM_B–VAN_A. Aceeași anomalie a fost remarcată și ca relevantă pentru grupul cu tulburare bipolară.


Interpretarea rezultatelor
În ceea ce privește durerea cronică, analiza realizata arată o alterare semnificativa  a conexiunii LIM_B – VAN_A, o constatare care se suprapune cu modificările de conectivitate funcțională din tulburarea bipolară. Aceasta sugerează existența unor mecanisme comune posibile, precum dereglarea emoțională, disfuncția atențională și răspunsurile cognitive dezadaptative, ambele condiții putând împărtăși un substrat genetic comun [3]. La pacienții cu durere cronică, disfuncțiile rețelei limbice sunt asociate cu o reglare emoțională deficitară. Rețeaua de atenție ventrală are un rol în redirecționarea atenției către stimuli relevanți, inclusiv semnale dureroase. Conectivitatea alterată LIM_B – VAN_A poate contribui la o percepție amplificată a durerii, dificultatea de a se detașa de gândurile legate de durere și un distres emoțional crescut. Această observație este în concordanță cu dovezile care descriu durerea cronică drept o experiență atât senzorială, cât și afectivă [11], necesitând cercetări suplimentare.
Conectivitatea functionala alterata (dar cu p=0.09) FP_A – VIS_B indica integrarea informației vizuale cu atenția. Disfuncția ei afectează detectarea și interpretarea stimulilor vizuali, ceea ce poate duce la hipervigilență vizuală, evaluare eronată a contextului durerii și dificultăți în reorientarea atenției. Rezultatul este o exacerbare a percepției durerii și o afectare a calității vieții. Deoarece numarul de date despre durere cronica a fost limitat, trebuie investigat, in continuare, daca aceasta conexiune este potrivita ca marker sau nu, mai ales ca acesta ar putea sa fie un marker specific..
In ce priveste tulburarile psihice, rezultatele arată că schizofrenia este asociată cu anomalii de conectivitate funcțională corelate cu episoade psihotice, afect aplatizat și dezorganizare cognitivă. Anomalia conexiunii funcționale LIM_A – SM_B a fost de asemenea identificată în [12], fiind interpretată ca un indiciu al deficitelor de procesare emoțională și al expresivității faciale reduse, un simptom negativ central al schizofreniei. Mai mult, atipicitatea conexiunii DAN_A – DAN_B poate indica dezorganizare cognitivă, așa cum este raportat și în [13]. Modelele de dinamică atipică în rețelele DAN și SM, în special ratele anormale de schimbare, au fost de asemenea raportate în [14] și asociate cu psihoza acută în stadiile incipiente ale schizofreniei.
În ceea ce privește tulburarea bipolară, rezultatele noastre indică prezența unei conectivități funcționale atipice în special în rețele implicate în reglarea emoțiilor și controlul atenției. Alterările în conectivitatea rețelelor limbice (LIM_B) și de atenție ventrală (VAN_A) sunt în concordanță cu dereglările emoționale caracteristice TB și au fost propuse chiar ca biomarkeri potențiali în [15]. Anomaliile rețelelor DMN și DAN sunt legate de disfuncții cognitive și activitate/reactivitate în episoadele de manie bipolară, conform celor discutate în [16]. Modificările observate în conectivitatea rețelelor VAN și motorii (MOT) sunt consistente cu rezultatele prezentate în [17], aceleași anomalii fiind întâlnite și la pacienții cu TB aflați în remisie.
ADHD-ul este caracterizat de conectivitate funcțională anormală în rețelele DMN, DAN, VAN și MOT, reflectând deficite de atenție și impulsivitate motorie. Conectivitatea alterată DMN_A – DAN_B prezice probleme de atenție, conducând la distractibilitate, așa cum este raportat și în [18]. Conectivitatea atipică DMN_1 – DMN_3 și VAN_B – SM_A este în concordanță cu datele care indică simptome specifice de neatenție, respectiv hiperactivitate, în ADHD [19].

Discuție despre markeri
Un marker funcțional este considerat specific atunci când îndeplinește următoarele condiții esențiale:
- este asociat direct cu o anumită afecțiune: apare exclusiv sau predominant într-o boală și nu se regăsește frecvent în alte afecțiuni sau la persoanele sănătoase. De exemplu o conexiune funcțională cerebrală este alterată doar la pacienții cu durere cronică, dar nu și în schizofrenie sau alte tulburări psihice.
-are valoare predictivă sau diagnostică:  poate diferenția clar între bolnavi și persoane sănătoase sau între diferite tulburări (sensibilitate și specificitate ridicate).
-se menține stabil în timp și între indivizi: biomarkerul este constant în populația bolnavă și nu fluctuează semnificativ din cauza altor factori (vârstă, sex, etc).
-poate fi corelat cu mecanisme patologice clare: reflectă un mecanism biologic specific al bolii (ex: hiperactivarea rețelei de atenție ventrală în durerea cronică).
-este validat pe seturi de date independente: trebuie reprodus în mod consecvent pe alte cohorte.
În contextul conectivității funcționale, o conexiune între două rețele cerebrale este considerată biomarker specific pentru durerea cronică dacă: apare alterată doar la pacienții cu durere (nu și în alte boli mintale); corelează cu intensitatea sau durata durerii; poate prezice prezența durerii într-un grup necunoscut. Un astfel de marker, ar putea sa fie in studiul curent, conexiunea FP_A-VIS_B.
Un marker transdiagnostic este un marker funcțional care:
- este prezent în mai multe afecțiuni distincte: nu este specific unei singure boli, ci apare în mod comun în două sau mai multe tulburări. (exemplu: o alterare a conectivității între rețeaua limbică și rețeaua de atenție ventrală (LIM-VAN) poate apărea atât în durere cronică, cât și în tulburare bipolară)
-reflectă mecanisme biologice comune: este legat de un mecanism patologic general – cum ar fi dereglarea emoțională, sensibilizarea sistemului nervos sau deficitele de atenție – care este împărtășit de mai multe afecțiuni.
-este util în cercetarea dimensională a sănătății mintale: susține modelele neurobiologice transversale, care nu se bazează exclusiv pe clasificări clasice (eg. DSM), ci pe dimensiuni funcționale comune între tulburări.
-nu diferențiază între boli, dar poate indica severitatea sau riscul.
Deși nu este util pentru diagnostic diferențial, poate semnala dacă o persoană este afectată neurofuncțional, nivelul de afectare sau riscul de apariție a altor tulburări.
În concluzie, în contextul conectivității funcționale, o conexiune cerebrală este considerată biomarker transdiagnostic dacă este alterată în mod semnificativ în mai multe grupuri clinice și implicată în mecanisme neurocognitive comune. In studiul de fata, un astfel de marker este LIM_B-VAN_A.


Concluzii
Rezultatele obtinute arata ca modelul normativ robust folosit identifica corect o serie de anomalii functionale si poate sa fie utilizat la identificarea de markeri neuroimagistici in baza datelor rs-fMRI.  Utilizarea modelului encoder-decoder propus ca instrument normativ oferă o serie de avantaje pentru dezvoltari viitoare. Arhitectura este flexibilă, permițând adaptarea la dimensiuni variate de intrare și la diferite strategii de preprocesare (de exemplu, atlase diferite, cu un număr variabil de regiuni de interes). Autoencoderul simplu, bazat pe MLP, poate fi redimensionat ușor prin modificarea numărului de neuroni, fiind astfel scalabil pentru seturi de date mai mari. Erorile de reconstrucție oferă indicații clare asupra conexiunilor funcționale afectate în diverse patologii, ceea ce face rezultatul modelului interpretabil.
Un alt avantaj al abordării dezvoltate si testate este utilizarea unei metode de selecție pentru alegerea unui model robust, aceasta favorizând modelele care identifică conexiuni alterate detectate frecvent în mai multe instanțe, crescând probabilitatea ca acestea să reflecte modificări reale de conectivitate funcțională.
Limitarea cercetarii realizate consta in dimensiunea redusă a eșantionului utilizat pentru antrenare, selecția și testarea modelului, precum și in faptul că, din cauza diferențelor de achiziție între UCLA și CPDS, modelul a trebuit ajustat (fine-tuned) pe CPDS.
Pornind de la concluziile acestui studiu, cercetările viitoare ar trebui să includă și alte neuroafectiuni (de exemplu, depresia majoră, PTSD) pentru a analiza în continuare tiparele de conectivitate comune si diferite intre diferite neuroafectiuni.  
Aceste rezultate susțin potențialul aplicării modelelor normative în proiectul actual, în care se urmărește integrarea datelor fMRI cu markeri clinici și biologici pentru evaluarea durerii cronice la pacienții oncologici. Identificarea unor conexiuni funcționale atipice, precum cea dintre rețeaua limbică și rețeaua de atenție ventrală, oferă un exemplu concret de marker neuroimagistic care ar putea diferenția între prezența și absența durerii, contribuind astfel la o caracterizare mai precisă și integrativă a stării pacientului.
































4 Armonizarea datelor fMRI provenite din surse multiple 

În continuarea cercetării anterioare, în care modelul normativ de tip encoder-decoder a fost calibrat fin pe seturi de date distincte (UCLA și CPDS) și adaptat pentru diferențe de achiziție prin procedura de fine-tuning, activitatea actuală are ca scop dezvoltarea unui cadru generalizat pentru armonizarea datelor fMRI din surse multiple. Obiectivul nu este doar de a analiza o anumită afecțiune, ci de a crea o infrastructură metodologică robustă și scalabilă care să permită integrarea datelor provenite din mai multe centre/studii, cu protocoale de achiziție și preprocesare diferite.
Acest cadru va permite identificarea și compararea sistematică a deviațiilor de conectivitate funcțională la nivel de grup, facilitând ulterior extragerea de biomarkeri funcționali specifici (asociați unei singure patologii) și biomarkeri transdiagnostici (comuni mai multor tulburări). Prin armonizarea tehnică (la nivel de preprocesare, parcelare și metrici de conectivitate), se urmărește reducerea variabilității introduse artificial de diferențele metodologice și maximizarea relevanței biologice a rezultatelor.
Cadrul propus este conceput astfel încât să poată integra progresiv noi seturi de date publice sau proprii, fără a compromite comparabilitatea inter-seturi. Acesta va sprijini cercetări viitoare axate pe înțelegerea mecanismelor comune si distincte ale conectivității funcționale în diverse condiții neurologice, permițând avansarea către o caracterizare bazata pe conectivitate functională cerebrală.
În contextul integrării datelor fMRI provenite din surse multiple (cohorta clinica proprie si/sau diferite baze de date publice), o provocare majoră este variabilitatea indusă de „efectul de site” – adică diferențele care nu sunt de natura biologica apărute din utilizarea unor scanere, protocoale sau condiții tehnice diferite de la un site la altul. Aceste variații pot masca semnalele reale ce caracterizeaza o patologie sau pot introduce artefacte care afectează validitatea concluziilor.
Pentru corectarea acestor efecte, metoda ComBat (Combining Batches) [20] s-a impus ca standard de aur în studiile neuroimagistice. Aceasta este o metodă statistică care elimină variația de tip „batch” (efectul de site), păstrând în același timp variația biologică relevantă. ComBat a fost extins cu succes la imagistica fMRI, având următoarele avantaje clare:
- separă semnalul biologic de cel tehnic, fără a „șterge” semnalele legate de boală sau alte caracteristici clinice (spre deosebire de metode brute de normalizare).
- nu presupune ca toate seturile de date au  distribuții identice, ci ajustează parametrii fiecărui set în funcție de media și dispersia grupului de referință.
- poate fi aplicată pe matrice de conectivitate funcțională 
- a fost validată extensiv [21], [22] ceea ce îi conferă credibilitate. 
Astfel, utilizarea ComBat în această cercetare este justificată prin performanța sa demonstrata în corectarea efectelor de site fără a compromite validitatea biologică a datelor, reprezentând un pas esențial în construcția unui cadru comparabil și scalabil pentru identificarea markerilor funcționali.

4.1 Metoda ComBat
ComBat presupune ca fiecare masuratoare poate fi modelata ca:

Yij=αj+γ bi j+δ bi j ⋅ϵij 

unde: 
· Yij este valoarea trasaturii j pentru subiectul i
· αj este media  trasaturii j
· γ bi j, δ bi j sunt efectele de site (batch) pentru j, la site-ul bi.
· ϵij este eroarea cu media 0 si dispersie unitara.
Obiectivul este estimarea si eliminarea componentelor γ si δ pentru fiecare site, pastrand in acelasi timp variabilitatea biologica asociata covariatelor (ex: varsta, sex, diagnostic).
Formula pentru corectare este:

Y’ij = (Yij− αj-γ bi j)/δ bi j   +αj 

Aceasta formula normalizeaza datele la o scala comuna, eliminand diferentele introduse de site, dar readaugand media globala pentru a pastra interpretabilitatea datelor. Estimarea parametrilor γ  si δ  se face folosind o abordare bayesiana empirica, care imbina informatia din toate site-urile pentru a obtine estimari mai stabile.
Pentru armonizarea datelor prin aceasta metoda a fost folosit pachetul python neuroCombat.


4.2 Solutia de aliniere propusa. Testare pe date artificiale.
In cadrul proiectului, este de interes aplicarea metodei de armonizare pe matricile de conectivitate funcțională calculate pentru fiecare participant din fiecare baza de date ce poate sa fie utilizata. Datele fiecarui participant  sunt reprezentate ca un vector de trasaturi ce corespund valorilor de conectivitate intre regiuni cerebrale (de exemplu, corelatii Pearson intre perechi de retele functionale extrase cu atlasul Yeo 17). Pentru testare preliminara a procedurii de aliniere au fost generate date sintetice care sa simuleze doua distributii diferite: una mimeaza date din UCLA – o vom numi UCLAs si cealalta mimeaza datele din CPDS, o vom numi CPDSs.
Etape principale ale procedurii de aliniere:
1. Datele din UCLAs sunt impartite in multimile x_data si x_pb_data care simuleaza trasaturile pentru participantii sanatosi respectiv pentru cei cu schizofrenie, tulburare bipolara sau ADHD.
Date din CPDSs sunt impartite similar in doua seturi y_data (dimulare date sanatosi) si y_pain_data (simulare date pacienti cu durere).
Datele pentru fiecare participant contin 136 de trasaturi care reflecta conectivitatea functionala ce poate sa fie estimata in baza matricei de conectivitate functionala pentru retelele extrase cu atlasul Yeo 17.
2. Aplicare ComBat: se concateneaza x_data si y_data, se defineste variabila de batch, si se aplica neuroCombat pentru a elimina efectele de site asupra conectivitatii functionale in cazul participantilor sanatosi.
3. Transferul armonizarii: pe baza estimarilor γ si δ obtinute pentru y_data (care provine din acelasi site cu y_pain_data), se aplica aceeasi transformare si asupra y_pain_data. Se face acest lucru prin:
· centrarea valorilor y_pain_data folosind media (α) calculata din y_data.
· aplicarea corectiei folosind γ si δ corespunzatoare batch-ului y_data.
· reintroducerea mediei post-ComBat (mod_mean) pentru a aduce datele pe aceeasi scala interpretabila. Astfel, y_pain_data este ajustat pentru a elimina diferentele cauzate de site, pastrand in acelasi timp potentialele semnale legate de durere.
Metoda propusa separa clar intre setul de date ale persoanelor sanatoase si cel al persoanelor cu diferite afeciuni asigura ca  nu se introduc date patologice in calculul armonizarii, evitand astfel scurgerile de informatie de la persone cu diferite afectiuni la persoane sanatoase. Procedura permite izolarea variatiei reale (de exemplu, datorata durerii) fata de cea artefactuala. Aceasta abordare este potrivita pentru utilizarea cu masuratori de conectivitate functionala  contribuind la obtinerea unor rezultate clinice si stiintifice robuste si reproductibile.
Mai jos (Figura 1) sunt prezentate histogramele si box-ploturile pentru datele simulate inainte si dupa aliniere. Pot sa fie observate mediile si deviatiile standard pentru multimile considerate.
[image: ]
Figura 1. Hitogramele si box-ploturile pentru UCLAs si CPDSs impartite in date sanatosi (x_data si y_data), respectiv date pentru afectiuni (y_pain_data)
Această histogramă oferă o reprezentare clară a modului în care metoda de armonizare propusa bazata pe ComBat modifică distribuția datelor provenite din surse diferite pentru a le face comparabile din punct de vedere statistic, fără a pierde semnalul biologic relevant.
Datele de referinta pentru armonizare sunt x_data (UCLAs, sănătoși). Distribuția este centrată în jurul valorii 0, simetrică, reprezentând distribuția așteptată a mediilor pe trăsături într-o populație sănătoasă. Datele CPDSs (sănătoși) y_data (inițial) sunt deplasate spre dreapta (medie ≈ 0.2), simuland un efect de site. Această deplasare nu reflectă o diferență biologică, ci provine din parametrii diferiți de achiziție ai datelor CPDSs. După aplicarea ComBat, distribuția y_data este recentrată și suprapusă peste x_data => y_data (aliniat), confirmând că armonizarea a eliminat variația nebiologică, indicand faptul că datele CPDS sănătoase sunt acum comparabile cu cele UCLA.
Setul CPDSs pentru pacienți cu durere, înainte de armonizare, este centrat și el în jurul valorii 0.2, dar cu o distribuție ușor mai largă y_pain_data (inițial). Semnalul biologic de durere este prezent (prin modificarea artificială a anumitor trăsături), dar este mascat parțial de efectul de site. După armonizare, distribuția y_pain_data (aliniat)  este mai apropiată de cea a x_data, dar rămâne ușor distinctă, ceea ce arată că semnalul asociat durerii a fost păstrat.
Analizand rezultatele aplicarii metodei de armonizare propuse pe date artificiale se poate observa ca metoda  ComBat reduce semnificativ, dar nu total, variabilitatea de site pastrand variația biologică de interes. Acest comportament este esențial pentru proiecte care urmăresc identificarea de biomarkeri neuroimagistici robusti în cohortele combinate.


4.3 Testarea  soluției de armonizare pe date reale. Analiza rezultatelor modelului normativ pe seturi de date nearmonizate vs armonizate
Antrenarea modelului pe setul de date armonizat
În această etapă, modelul normativ propus a fost antrenat pe un set de date armonizat, care a combinat trei surse: UCLA (Consortium for Neuropsychiatric Phenomics), COBRE (Center for Biomedical Research Excellence) [23] și baza de date de durere cronică. Armonizarea s-a realizat folosind algoritmul ComBat, care ajustează efectele de lot (batch effects) generate de diferențele de echipamente, de achiziție, de protocoale experimentale. Prin utilizarea grupului de control fomat din subiecți sănătoși pentru estimarea parametrilor de corecție, metoda incearcă să reducă diferențele de distribuție între bazele de date, păstrând totodată variația biologică relevantă.
În urma armonizării datelor acestea au fost folosite pentru antrenarea modelului normativ folosit in [24], s-a efectuat o căutare a hiperparametrilor de preprocesare: modalitatea de preprocesare, atlasul funcțional (Yeo-17 thin vs thick) și măsura de conectivitate (Kendall, Spearman, Pearson, DTW), conform [24].
 Rezultatele au indicat că cea mai bună combinație pentru setul armonizat este metoda 2 de prepocesare, atlasul Yeo 17 thin si coeficientul de corelatie Kendall, urmată îndeaproape de metoda 2 de prepocesare, atlasul Yeo 17 thick si coeficientul de corelatie Kendall. Această configurație a fost utilizată pentru extragerea conexiunilor funcționale anormale pentru fiecare tulburare analizată.

Reconstrucția erorilor pe setul armonizat
Tabelul de mai jos prezintă erorile medii absolutepentru fiecare combinație de hiperparametri, calculate ca medie peste toate conexiunile. Compararea se face între grupul sănătos (toate seturile, aliniate și combinate) și grupul persoanelor cu diferite afectiuni (medie peste schizofrenie , bipolaritate, ADHD din UCLA, durere și schizofrenie COBRE). M1 se referă la prima metoda de procesare si M2 la a doua conform [24].

Tabelul 1. Performanța modelelor în funcție de metodele de preprocesare, atlas și masura de corelatie
	Configurație
	MAESanatos

	M2, thin, Kendall
	0.1088

	M2, thick, Kendall
	0.1089

	M1, thin, Kendall
	0.1160

	M1, thick, Kendall
	0.1161

	M1, thin, DTW
	0.1238

	M1, thick, DTW
	0.1247

	M2, thick, DTW
	0.1277

	M2, thin, DTW
	0.1441

	M2, thin, Pearson R
	0.1455

	M2, thick, Pearson R
	0.1480

	M2, thin, Spearman
	0.1538

	M2, thick, Spearman
	0.1554

	M1, thick, Pearson R
	0.1556

	M2, thin, Pearson
	0.1569

	M1, thin, Pearson R
	0.1596

	M2, thick, Pearson
	0.1603

	M1, thick, Spearman
	0.1636

	M1, thin, Spearman
	0.1672

	M1, thick, Pearson
	0.1689

	M1, thin, Pearson
	0.1722



Tabelul 2 prezintă cele mai bune combinații de hiperparametri în funcție de pragul ales pentru frecvența conexiunilor anomale identificate. Între paranteze este trecut scorul obținut pentru fiecare combinație. Se observa ca in general metoda 2 de curatare a datelor impreuna cu atlasul Yeo 17 thin si metoda de estimare a corelatiei Kendall a dus la cele mai bune scoruri.

Tabel 2. Cele mai bune cinci scoruri TS pentru valorile thF considerate (set armonizat)
	
	Scor 1
	Scor 2
	Scor 3
	Scor 4
	Scor 5

	thr=9
	M2, thin17, Kendall (266)
	M2, thick17, Kendall (263)
	M2, thick17, Pearson (257)
	M2, thin17, Pearson (255)
	M2, thin17, Spearman (244)

	thr=10
	M2, thin17, Kendall (203)
	M2, thin17, Pearson (192)
	M2, thick17, Kendall (191)
	M2, thin17, Spearman (181)
	M2, thick17, Spearman (178)

	thr=11
	M2, thin17, Kendall (143)
	M2, thick17, Kendall (141)
	M1, thick17, Pearson R (135)
	M1, thin17, Pearson R (134)
	M1, thin17, Pearson (134)



Rezultatele obținute sunt următoarele:  
Grupul participanților cu schizofrenie:
        -fără armonizare (doar UCLA, M1, thin17, Kendall), conexiunile relevante au inclus: Lim 1 – Mot 2, Dan 2 – Mot 2, Dan 1 – Dan 2, Mot 2 – Vis 1 și Lim 2 – Fp 1. Acestea sugerează disfuncții în reteaua dorsala de atentie și legături limbic–motor, în concordanță cu literatura.
- cu armonizare (UCLA, COBRE si BD durere, M2, thin17, Kendall), pentru grupul schizofrenie UCLA s-au menținut conexiuni precum Dan 1 – Dan 2 și a apărut o nouă conexiune semnificativă: Fp 2 – Lim 2. Pentru grupul schizofrenie COBRE, conexiunile Van 1 – Mot 2 și Fp 2 – Dan 1.
Grupul participantilor cu bipolaritate:
- fără armonizare (UCLA), conexiunile identificate au fost: Lim 2 – Van 1, Van 1 – Mot 1 și Dmn 3 – Dan 1. Acestea reflectă probleme de reglare emoțională și deficite cognitive.
- armonizată, conexiunea comună a fost Lim 1 – Van 1, apropiata de Lim 2 – Van 1 din scenariul fără armonizare, indicând o consistență parțială între abordări.
Grupul participantilor cu ADHD:
-fără armonizare (UCLA-only), conexiunile anormale au inclus: Fp 1 – Mot 1, Dmn 1 – Dan 2, Dmn 1 – Dmn 3 și Dan 2 – Vis 2, majoritatea implicând reteaua defaul, consistent cu literatura.
- cu armonizare, conexiunile din scenariul UCLA nu s-au regăsit, fiind înlocuite de legături noi, predominant tot în DMN: Dmn 2 – Mot 2, Dmn 1 – Lim 1, Dmn 3 – Lim 2 și Dmn 3 – Fp 3.
Grupul participantilor cu durere cronică:
-fără armonizare, modelul nu a găsit conexiuni relevante în varianta directă, iar cu fine-tuning pe grupul sănătos au apărut câteva legături cu p-value < 0.1: Lim 2 – Van 1, Fp 1 – Mot 1 și Fp 3 – Vis 2.
-cu armonizare, au fost identificate conexiuni mai bine aliniate cu literatura: Fp 4 – Vis 1 și Van 1 – Mot 2, sugerând o integrare mai bună între seturi și o generalizare îmbunătățită.

Observații privind incompatibilitatea dintre bazele de date UCLA și COBRE
Testarea modelului antrenat pe setul UCLA direct pe COBRE, fără armonizare, nu a identificat conexiuni anormale comune pentru grupul schizofrenie, ceea ce indică o incompatibilitate semnificativă între cele două seturi. 
Investigand mai profund, această incompatibilitate poate fi explicată prin diferențe majore in ce priveste:
· persoanele implicate: în timp ce UCLA conține pacienți din mai multe categorii clinice, COBRE include doar pacienți cu schizofrenie (împreună cu grupul de control sănătos);
· descrierea participanților: pentru COBRE, pacienții sunt caracterizați mai detaliat comparativ cu UCLA, pentru care mai multe scanări PAM au fost excluse din cauza modificării sarcinii experimentale pe parcursul studiului;
· designul experimentului: UCLA conține atât date rs‑fMRI (resting state), cât și date fMRI bazate pe sarcini, în timp ce COBRE include doar scanări fMRI în stare de repaus;
protocolul de achiziție: modul în care au fost obținute datele și parametrii utilizați pentru scanare.
Aplicarea armonizării ComBat a redus parțial această discrepanță, dar diferențele fundamentale între seturi rămân o provocare pentru generalizare completă. 
Armonizarea ajuta la antrenarea modelului normativ pe date ce provin din site-uri diferite dar trebuie folosita cu precauție. 


Concluzii
Analiza comparativă arată că armonizarea datelor cu metoda ComBat aduce beneficii în generalizare și consistență între seturi, mai ales pentru schizofrenie, unde au apărut conexiuni comune între grupurile UCLA și COBRE. Pentru bipolar și ADHD, consistența este mai redusă, dar conexiunile identificate rămân relevante din punct de vedere clinic. Durerea cronică a beneficiat semnificativ de armonizare, identificându-se conexiuni validate de literatură. 
Altă observație este ca deși rezultatele obținute cu metodele de armonizare se suprapun parțial pe cele obținute pe date nearmonizate, folosirea acestei metode ar trebui lăsata ca ultima opțiune, cel puțin in cazul studiilor pe seturi mici de date. O alta observație este aceea ca metoda de curățare a datelor si tipul de atlas folosit pentru identificarea rețelelor funcționale sunt mai puțin importante comparat cu metoda de calcul a corelație.












5 Organizarea datelor participanților din studiu ca baza de date standardizata
După colectarea datelor imagistice, o etapă fundamentală pentru desfășurarea studiului a constat în organizarea și preprocesarea datelor în vederea standardizării și pregătirii pentru analize ulterioare. Au fost centralizate seturile de date pentru toți participanții incluși în proiect până la data de 18.02.2025. Acestea au fost supuse unor pași succesivi de verificare a calității, anonimizare, conversie, preprocesare și structurare într-o bază de date uniformă.

5.1 Asigurarea calității fișierelor DICOM si anonimizarea primară a datelor
Primul pas după achiziția imagistică a fost verificarea calității fișierelor DICOM rezultate. Această etapă a presupus o analiza vizuala cu scopul de a identifica  lipsa de fișiere sau fișiere incomplete.  
Pentru asigurarea calității fișierelor DICOM au fost verificate metadatele asociate fișierelor DICOM, pentru a confirma prezența parametrilor de achiziție relevanți (de exemplu: timpul de repetiție – TR, timpul de eco – TE, numărul de volume).
Pentru protecția confidențialității participanților, înainte de conversie și procesare a fost realizată anonimizarea datelor. Aceasta a constat în:
· atribuirea unor identificatori unici (ID-uri), generați aleator, care sunt utilizați pe toată durata studiului in locul numelui, prenumelui si CNP-ului din metadate;
· înlocuirea informațiilor sensibile cu aceste ID-uri, pentru a asigura că datele pot fi corelate între sesiuni fără a păstra elemente de identificare personală.
În acest fel, s-a garantat respectarea principiilor de protecție a datelor personale, conform cerințelor etice și legale.

5.2 Conversia DICOM în format BIDS
După verificare și anonimizare, fișierele DICOM au fost convertite în formatul standardizat BIDS (Brain Imaging Data Structure), utilizând un script si utilitarul dcm2bids. Acest proces a presupus:
1. analiza fișierelor sidecar JSON generate în urma conversiei preliminare, pentru a înțelege structura și variabilele specifice dataset-ului achiziționat.
2. adaptarea fișierului de configurare dcm2bids conform metadatelor prezente în sidecaruri, astfel încât conversia să fie corect mapată pe tipuri de imagini (ex: T1w, fMRI, fieldmaps).
3. Conversia propriu-zisă DICOM → BIDS, prin care fișierele au fost redenumite și organizate conform specificațiilor BIDS.
Formatul BIDS este esențial pentru studiile fMRI moderne, deoarece impune o organizare clară pe subiecți, sesiuni și tipuri de date, si ușureaza utilizarea software-urilor dedicate de  preprocesare (eg. fMRIPrep).
În cadrul bazei de date fiecare participant are fișiere organizate pe sesiuni:
· sesiunea 1: conține o achiziție fMRI cu două segmente – un prim bloc de resting-state, urmat de aplicarea unui stimul dureros considerat instantaneu, apoi un al doilea bloc de resting-state post-stimul. Această structură permite compararea directă între activitatea cerebrală înainte și după aplicarea stimulului.
· sesiunea 2: include doar resting-state fMRI, achiziționat la 3 luni după sesiunea inițială, ceea ce oferă posibilitatea unei comparații longitudinale.
Această organizare a fost respectată și în structura BIDS, unde fiecare subiect are foldere dedicate fiecărei sesiuni, conținând atât imaginile anatonice cat si funcționale, cât și fișierele asociate (eg. masca, variabile confundate).

5.3 Preprocesarea cu fMRIPrep
După conversie, datele în format BIDS au fost preprocesate utilizând fMRIPrep, un pipeline standardizat recunoscut în neuroștiințe. Pentru aceasta a fost creat un script de rulare care parcurge toate datele din folderul BIDS și aplică pașii de preprocesare pentru fiecare participant și sesiune. Etapele principale realizate de fMRIPrep au inclus:
· realinierea și corecția mișcărilor de cap;
· corecția distorsiunilor geometrice (dacă sunt disponibile fieldmaps);
· registrarea imaginilor funcționale la anatomia structurală T1w și apoi în spațiul standard MNI152;
· extracția semnalului din regiuni de interes și generarea fișierelor de variabile confundate (aCompCor, parametrii de mișcare, outlieri etc.);
· verificarea calității prin rapoarte HTML, care documentează pașii de preprocesare pentru fiecare participant.
Rezultatul acestei etape a fost un set de imagini fMRI preprocesate, omogene, corectate pentru artefacte majore și aliniate într-un spațiu comun, gata pentru analize statistice ulterioare.

5.4 Organizarea finală a bazei de date
La finalul procesului, toate datele au fost integrate într-o bază de date structurată, respectând convențiile BIDS. Astfel, pentru fiecare participant există directoare separate pentru sesiunea 1 și sesiunea 2, cu:
· fișiere nifti preprocesate (BOLD, T1w);
· fișiere JSON cu metadate;
· fișiere TSV cu variabile confundate;
· rapoarte HTML generate de fMRIPrep.
Această organizare asigură reproducibilitatea analizelor. De exemplu pentru participantul cu id-ul xy folserul aferent va contine: 

output/
└── sub-xy/
    ├── figures/
    │   ├── sub-xy_ses-01_acq-FFE3DSAG_desc-conform_T1w.html
    │   ├── sub-xy_ses-01_acq-FFE3DSAG_dseg.svg
    │   ├── sub-xy_ses-01_acq-FFE3DSAG_space-MNI152NLin2009cAsym_T1w.svg
    │   ├── sub-xy_ses-01_task-rest_desc-carpetplot_bold.svg
    │   ├── sub-xy_ses-01_task-rest_desc-compcorvar_bold.svg
    │   ├── sub-xy_ses-01_task-rest_desc-confoundcorr_bold.svg
    │   ├── sub-xy_ses-01_task-rest_desc-coreg_bold.svg
    │   ├── sub-xy_ses-01_task-rest_desc-rois_bold.svg
    │   ├── sub-xy_ses-01_task-rest_desc-summary_bold.html
    │   ├── sub-xy_ses-01_task-rest_desc-validation_bold.html
    │   ├── sub-xy_ses-02_task-rest_desc-carpetplot_bold.svg
    │   ├── sub-xy_ses-02_task-rest_desc-compcorvar_bold.svg
    │   ├── sub-xy_ses-02_task-rest_desc-confoundcorr_bold.svg
    │   ├── sub-xy_ses-02_task-rest_desc-coreg_bold.svg
    │   ├── sub-xy_ses-02_task-rest_desc-rois_bold.svg
    │   ├── sub-xy_ses-02_task-rest_desc-summary_bold.html
    │   └── sub-xy_ses-02_task-rest_desc-validation_bold.html
    ├── log/
    │   └── 20241125-101600_1fe9f53f-aa02-4aa6-87aa-d2a702ef89c6/
    │       └── fmriprep.toml
    ├── ses-01/
    │   ├── anat/
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_desc-brain_mask.json
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_desc-brain_mask.nii.gz
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_desc-preproc_T1w.json
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_desc-preproc_T1w.nii.gz
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_dseg.nii.gz
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_from-MNI152NLin2009cAsym_to-T1w_mode-image_xfm.h5
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_from-orig_to-T1w_mode-image_xfm.txt
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_from-T1w_to-MNI152NLin2009cAsym_mode-image_xfm.h5
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_label-CSF_probseg.nii.gz
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_label-GM_probseg.nii.gz
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_label-WM_probseg.nii.gz
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_space-MNI152NLin2009cAsym_desc-brain_mask.json
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_space-MNI152NLin2009cAsym_desc-brain_mask.nii.gz
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_space-MNI152NLin2009cAsym_desc-preproc_T1w.json
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_space-MNI152NLin2009cAsym_desc-preproc_T1w.nii.gz
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_space-MNI152NLin2009cAsym_dseg.nii.gz
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_space-MNI152NLin2009cAsym_label-CSF_probseg.nii.gz
    │   │   ├── sub-xy_ses-01_acq-FFE3DSAG_space-MNI152NLin2009cAsym_label-GM_probseg.nii.gz
    │   │   └── sub-xy_ses-01_acq-FFE3DSAG_space-MNI152NLin2009cAsym_label-WM_probseg.nii.gz
    │   └── func/
    │       ├── sub-xy_ses-01_task-rest_desc-confounds_timeseries.json
    │       ├── sub-xy_ses-01_task-rest_desc-confounds_timeseries.tsv
    │       ├── sub-xy_ses-01_task-rest_desc-coreg_boldref.json
    │       ├── sub-xy_ses-01_task-rest_desc-coreg_boldref.nii.gz
    │       ├── sub-xy_ses-01_task-rest_desc-hmc_boldref.json
    │       ├── sub-xy_ses-01_task-rest_desc-hmc_boldref.nii.gz
    │       ├── sub-xy_ses-01_task-rest_from-boldref_to-T1w_mode-image_desc-coreg_xfm.json
    │       ├── sub-xy_ses-01_task-rest_from-boldref_to-T1w_mode-image_desc-coreg_xfm.txt
    │       ├── sub-xy_ses-01_task-rest_from-orig_to-boldref_mode-image_desc-hmc_xfm.json
    │       ├── sub-xy_ses-01_task-rest_from-orig_to-boldref_mode-image_desc-hmc_xfm.txt
    │       ├── sub-xy_ses-01_task-rest_space-MNI152NLin2009cAsym_boldref.nii.gz
    │       ├── sub-xy_ses-01_task-rest_space-MNI152NLin2009cAsym_desc-brain_mask.nii.gz
    │       ├── sub-xy_ses-01_task-rest_space-MNI152NLin2009cAsym_desc-preproc_bold.json
    │       └── sub-xy_ses-01_task-rest_space-MNI152NLin2009cAsym_desc-preproc_bold.nii.gz
    └── ses-02/
        └── func/
            ├── sub-xy_ses-02_task-rest_desc-confounds_timeseries.json
            ├── sub-xy_ses-02_task-rest_desc-confounds_timeseries.tsv
            ├── sub-xy_ses-02_task-rest_desc-coreg_boldref.json
            ├── sub-xy_ses-02_task-rest_desc-coreg_boldref.nii.gz
            ├── sub-xy_ses-02_task-rest_desc-hmc_boldref.json
            ├── sub-xy_ses-02_task-rest_desc-hmc_boldref.nii.gz
            ├── sub-xy_ses-02_task-rest_from-boldref_to-T1w_mode-image_desc-coreg_xfm.json
            ├── sub-xy_ses-02_task-rest_from-boldref_to-T1w_mode-image_desc-coreg_xfm.txt
            ├── sub-xy_ses-02_task-rest_from-orig_to-boldref_mode-image_desc-hmc_xfm.json
            ├── sub-xy_ses-02_task-rest_from-orig_to-boldref_mode-image_desc-hmc_xfm.txt
            ├── sub-xy_ses-02_task-rest_space-MNI152NLin2009cAsym_boldref.nii.gz
            ├── sub-xy_ses-02_task-rest_space-MNI152NLin2009cAsym_desc-brain_mask.nii.gz
            ├── sub-xy_ses-02_task-rest_space-MNI152NLin2009cAsym_desc-preproc_bold.json
            └── sub-xy_ses-02_task-rest_space-MNI152NLin2009cAsym_desc-preproc_bold.nii.gz

Fiecare fisier este descris in tabelul 1 impreuna cu scopul pe care il deserveste.

Tabel 1 Descriere fisiere din baza de date cu participanti la studiu.
	Fișier  
	Conținut
	Utilitate

	figures/*_desc-*_T1w.html/svg
	Rapoarte si figuri pentru imaginile structurale (T1w), segmentări (dseg), coregistrare în MNI  
	Controlul vizual asupra calității preprocesării T1/anat. 

	figures/*task-rest_desc-*_bold.svg/html
	Rapoarte pentru datele funcționale: carpet plot, variația aCompCor, coregistrare BOLD-T1w/MNI, ROI suprapuneri 
	Controlul calitatii datelor  funcționale pe sesiune (artefacte, ișcare, înregistrare). 

	log/*/fmriprep.toml
	Setări  ale execuției fMRIPrep.
	Trasabilitate – cum au fost preprocesate datele, cu ce opțiuni a rulat pipeline-ul. 

	ses-01/anat/*desc-preproc_T1w.nii.gz (+ .json)
	T1w preprocesat (denoise).
	Anatomie de referință pentru coregistrarea BOLD. 

	ses-01/anat/*_dseg.nii.gz (și variante space-MNI*)
	Segmentarea țesuturilor (GM/WM/CSF) în spațiu nativ și/sau MNI.
	Extrage variabile confundate  (aCompCor), măști GM/WM/CSF. 

	ses-01/anat/*label-*_probseg.nii.gz
	Probabilități pe voxel pentru CSF/GM/WM.
	Definire ROI pe tesuturi
 

	ses-01/anat/*brain_mask*.nii.gz/.json
	Mască cerebrală în nativ/MNI.
	Limitarea analizelor la voxeli cerebrali. 

	ses-01/anat/*from-*_to-*_*_xfm.h5/.txt
	Matrici de transformare între spații (orig↔T1w, T1w↔MNI).
	Aplicarea/inspectarea înregistrărilor intre spatii. 

	ses-01/func/*desc-confounds_timeseries.tsv/.json
	Tabel variabile confundate pe TR: mișcare, aCompCor, outlieri, drift etc.
	Curățare semnal BOLD, modele statistice. 

	ses-01/func/*desc-hmc_boldref.*
	Imagine de referință pentru corectarea miscarilor capului
	Control calitate/aliniere temporală și spațială. 

	ses-01/func/*desc-coreg_boldref.*
	Referință pentru coregistrarea BOLD→T1w.
	Verificarea coregistrării. 

	ses-01/func/*_from-*_to-T1w_*_xfm.*
	Transformări folosite la coregistrarea BOLD→T1w.
	Reproducerea sau auditarea pașilor de coreg. 

	ses-01/func/*space-MNI*boldref.nii.gz
	Referință BOLD re-eșantionată în MNI.
	Verificare vizuală în spațiul standard. 

	ses-01/func/*space-MNI*desc-brain_mask.nii.gz
	Mască BOLD în MNI.
	Limitarea analizelor în volum functional. 

	ses-01/func/*space-MNI*desc-preproc_bold.nii.gz (+ .json)
	Time-series BOLD preprocesat în MNI (ieșirea principală fMRIPrep).
	Intrarea de bază pentru analize (GLM/curățare/conectivitate). 

	ses-02/func/* (aceleași tipuri)
	Aceleași artefacte/fișiere ca pentru ses-01, dar pentru a doua sesiune.
	Comparabilitate longitudinală (follow-up). 


 

5.5 Concluzii
Etapa de organizare și preprocesare a datelor a fost esențială pentru crearea unei baze de date robuste, standardizate și anonimizate. Prin screening vizual, conversie DICOM → BIDS și preprocesarea cu fMRIPrep s-a obținut o bază de date uniformă, pe care pot fi aplicate ulterior metodele avansate de analiză (curățare de variabile confundate, modelare statistică, analize de conectivitate).
Pașii automatizați acum prin intermediul scripturilor realizate ajuta la organizarea in continuare a datelor care încă sunt achiziționate in cadrul proiectului. 































6 Procesarea datelor fMRI din sesiunea 1 pentru evaluarea influentei stimulului dureros 

6.1 Curatarea și împărțirea datelor din sesiunea 1 in pre și post stimul  
Analiza datelor fMRI implică o serie de pași metodologici care urmăresc separarea semnalului neuronal relevant de zgomotul provenit din surse non-neuronale, cum ar fi mișcarea participantului, variațiile fiziologice și drifturile lente ale scannerului. În cadrul acestui studiu, obiectivul principal este de a analiza modificările activității cerebrale înainte și după aplicarea unui stimul dureros, folosind o metodă robustă bazată pe Modelul Liniar General (GLM). Acest model permite izolarea componentelor de semnal asociate cu task-ul experimental și eliminarea influențelor variabilelor confundate, rezultând un semnal rezidual care poate fi analizat ulterior pentru evaluarea conectivității funcționale sau a altor metrici neurofiziologice. Procedura este implementată în Python, folosind biblioteca Nilearn și datele au fost initial preprocesate cu fMRIPrep folosind opțiuni implicite pentru alinierea în spațiul MNI152NLin2009cAsym și pentru calculul componentelor aCompCor. Din fișerele generate în pasul de preprocesare, urmatoarele fișiere sunt de interes în continuare: imaginile BOLD corectate (desc-preproc_bold.nii.gz), fișierele cu variabile confundate (desc-confounds_timeseries.tsv) și metadatele în format JSON ce conțin parametri de achiziție precum TR (Repetition Time).

Modelul Liniar General  
Modelul Liniar General (GLM) descrie relația dintre seria temporală a semnalului BOLD dintr-un voxel și un set de regresori explicativi. Matematic, modelul este [25]:

yv = X * βv + εv,

unde yv este vectorul de lungime T ce conține semnalul BOLD din voxelul v, X este matricea de design de dimensiune T×P (T = numărul de volume, P = numărul de regresori), βv este vectorul de coeficienți pentru voxelul v, iar εv reprezintă vectorul de reziduuri. 
In general, estimarea coeficienților se realizează prin metoda celor mai mici pătrate, iar reziduurile sunt calculate prin diferența dintre semnalul observat și cel prezis de model.

       Regresorul de task 
Evenimentul experimental central constă în aplicarea unui stimul dureros la mijlocul înregistrării fMRI. Pentru a modela efectul acestui stimul asupra semnalului BOLD, este necesar să construim un regresor de task care reflectă fidel dinamica răspunsului hemodinamic cerebral. Aceasta se realizează prin convoluția unei funcții de eveniment s(t) cu o funcție de răspuns hemodinamică (HRF – Hemodynamic Response Function) canonică.
	Funcția s(t) este o reprezentare temporală a momentelor în care stimulul este prezent. În cazul de față, stimulul este aplicat la mijlocul run-ului și are durată foarte scurtă, deci s(t) poate fi modelată ca o funcție delta Dirac. Dacă stimulul ar fi mai lung, s(t) ar fi o funcție bloc cu durată egală cu timpul de aplicare.
	HRF-ul canonic [26] descrie felul în care semnalul BOLD răspunde la o activare neuronală instantanee, incluzând întârzierea de aproximativ 4–6 secunde până la atingerea vârfului și revenirea lentă la valoarea de bază. În multe implementări, HRF-ul este o combinație de două funcții gamma care modelează atât răspunsul. HRF este deci forma standard a curbei BOLD la un impuls neural și se folosește ca nucleu de convoluție pentru a construi regresorul de task în GLM.
	Convoluția s(t) * h(t) produce un vector temporal care estimează forma semnalului BOLD indus de stimul, incluzând întârzierea și dispersia acestuia. Acest vector este discretizat cu pasul TR și inclus ca regresor de interes în matricea de design.  

       Detalii legate de filtrare
În datele fMRI, semnalul BOLD prezintă adesea variații lente de joasă frecvență numite drifturi generate de factori tehnici (stabilitatea scannerului, deriva de câmp) și fiziologici (respirație lentă, termoreglare), care pot masca sau distorsiona efectele de interes. O abordare consacrată pentru controlul acestor trenduri este includerea în matricea de design a unei baze de cosinusoide (bază DCT), ceea ce echivalează cu aplicarea unui filtru trece-sus direct în cadrul GLM [27]. Formal, se adaugă termeni de forma bk(t)=cos(kπt/T),  k=1,…,K, unde T este durata sesiunii; alegerea unui prag, de pildă λ=128 s elimină componentele cu frecvență f<=1/λ fără a strica estimarea coeficienților de task. Această integrare explicită a driftului în design separă clar variațiile lente de regresorii de interes (task + variabile confundabile), asigurând o inferență statistică mai robustă.
Din punct de vedere practic, selecția pragului pentru filtru trebuie raportată la spectrul temporal al designului experimental: frecvența de tăiere trebuie să fie suficient de joasă încât să nu atenueze răspunsul hemodinamic conformat HRF, dar suficient de înaltă pentru a elimina deriva relevantă. Numărul de cosinusoide K crește odată cu durata secventei (aproximativ proporțional cu 2T/λ), ceea ce influențează gradele de libertate și puterea testelor; prin urmare, consistența setărilor între participanți/sesiuni este esențială. În implementări uzuale (e.g., Nilearn), parametrizarea se face prin:  drift_model="cosine" și  high_pass=1/λ, evitând aplicarea ulterioară a unui al doilea filtru pe aceleași date
În ansamblu, modelarea drifturilor prin baze de cosinusoide constituie un compromis optim între rigoare statistică și simplitate computațională, fiind standardul de facto în preprocesarea și modelarea fMRI.

Variabile confundate extrase cu fMRIPrep
Sunt incluși parametri de mișcare (24 parametri), primele 5 componente aCompCor extrase din WM/CSF, regresori de tip outlier și non-steady-state. Acești regresori reduc influența artefactelor de mișcare și a variației fiziologice nelegată de task.

Regresie la nivel de voxel 
Regresia se aplică independent fiecărui voxel, folosind aceeași matrice de design. Rezultatul este un set de coeficienți beta pentru fiecare voxel și un set de reziduuri care reprezintă semnalul curățat de componenta de task și de variabile confundate.
Reziduurile reprezintă partea de semnal care nu este explicată de model. Ele conțin activitate neuronală nespecifică și zgomot alb și sunt folosite pentru analize ulterioare, cum ar fi conectivitatea funcțională.

Împărțirea în PRE și POST-stim
Seria BOLD achizitionata este împărțit în două segmente egale, deoarece stimulul apare la mijloc. Segmentul PRE este opțional filtrat band-pass (0.008–0.09 Hz) dacă are suficientă lungime pentru o filtrare stabilă.
 
Observatie: GLM-ul este aplicat pe întreg run-ul pentru a modela corect driftul și autocorelația. Această abordare asigură o separare clară a efectelor de task și evită artefactele care ar putea apărea dacă datele ar fi tăiate înainte de modelare.

Descrierea codului și a fluxului de execuție
Această secțiune descrie structura scriptului Python utilizat pentru procesarea batch a datelor fMRI, precum și rolul fiecărei funcții principale, fluxul de date și mecanismele de control al erorilor. Codul este implementat în Python și utilizează bibliotecile Nilearn (pentru manipularea imaginilor și GLM simplificat), NumPy/Pandas (pentru gestiunea datelor) și pathlib (pentru gestionarea căilor BIDS).
Structură generală:
• trebuiesc definite căile BIDS/derivatives, etichetele BIDS (sub, sesiune, task, space), parametri GLM și filtrare.
• Funcții utilitare: pick_confounds(), get_tr_from_json(), make_events_midrun().
• Funcția centrală: process_bold(bold_path, conf_path, json_path) – aplică GLM pe întrega sesiune și produce reziduurile impartite.
• Bucla principală: iterează subiecții și sesiunile (ses-01/func), construiește căile fișierelor și salvează ieșirile într-un derivat nou.
Detalii funcții principale:
1) pick_confounds(conf_df, n_acompcor=5):
- Selectează un set robust de regresori de tip confounds din fișierul TSV generat de fMRIPrep: parametri de mișcare (6), derivatele și pătratele lor (24), primele N componente aCompCor (din WM/CSF), volume outlier și non-steady-state, și cosinusoidele (care vor fi eliminate ulterior dacă se folosesc deja în GLM).
2) get_tr_from_json(json_path, TR_FALLBACK):
- Citește TR (Repetition Time) din sidecarul JSON al fișierului BOLD; dacă lipsește, folosește TR_FALLBACK definit în setări.
3) make_events_midrun(n_scans, tr, stim_duration):
- Generează un DataFrame cu evenimentele experimentale: onset = jumătatea duratei run-ului, durata = stim_duration, trial_type = 'pain'. Acest eveniment este ulterior convoluat cu HRF canonică în make_first_level_design_matrix.
4) process_bold(bold_path, conf_path, json_path):
- Încarcă imaginea 4D (NIfTI) și confounds TSV; aliniază numărul de volume (#scans) cu numărul de rânduri din confounds (truncare la minim dacă diferă).
- Selectează regresorii  variabile confundate (pick_confounds), construiește frame_times (0, TR, 2*TR, ...), generează evenimentul de task (mid-run) și matricea de design pentru task și drift cosine (high-pass).
- Elimină cosinusoidele duplicate din confounds (dacă sunt prezente din fMRIPrep) pentru a evita coliniaritatea, concatenează designul de task cu confounds într-o singură matrice X.
- Apelează nilearn.image.clean_img(img, confounds=X) pentru a efectua regresia la nivel de voxel și a obține reziduurile (semnal BOLD denoised: fără task, variabile confundate, drift).
- Împarte reziduurile în două jumătăți egale (PRE și POST-stim). Dacă segmentul PRE este suficient de lung (ex. ≥ 40 volume la TR=3 s), aplică filtru trece banda 0.008–0.09 Hz; altfel omite pentru stabilitate numerică.
- Returnează reziduurile (all/rest/post), matricea de design completă (pentru transparență/reproducibilitate) și tabela de evenimente.
 
In cadrul scriptului sunt facute urmatoarele validări și controale de calitate :
• Verificarea egalității dintre numarul de volume (din imagine) si numarul de randuri pentru variabilele confundate inainte de GLM.
• Resetarea indicilor Pandas înainte de concat (evită extinderea accidentală a rândurilor).
• Gardă pentru band-pass (MIN_FOR_BANDPASS) ca să evităm erorile de tip padlen și filtrări instabile pe ferestre scurte.
• Salvarea design_matrix.tsv și events.tsv pentru trasabilitate 

Ieșiri generate:
• *_desc-residuals_all.nii – reziduurile pe întreg run-ul.
• *_desc-residuals_prestim.nii – reziduurile pe segmentul PRE (pre-stim, rest).
• *_desc-residuals_poststim.nii – reziduurile pe segmentul POST (post-stim).
• *_design_matrix.tsv – matricea X utilizată în regresie (task, drift, confounds).
• *_events.tsv – evenimentele de task utilizate la generarea regresorului (convoluat ulterior cu HRF).
 
In cadrul realizarii scriptului a fost testat si faptul ca datele rezultate nu sunt filtrate excesiv calculandu-se: numărul de grade de libertate (DOF) pentru reziduuri = nr. scanuri – nr. regresori (dacă DOF scade prea mult, de exemplu <50 pentru o serie  de ~200 TR, rezultatele pot deveni instabile și supraajustate);  raportul de energie pentru care se noteaza:
        X_task = vector/coloană cu regresorul de task.
        D = matricea cu regresori de variabile confundate (de ex. motion, aCompCor, drift).
        P_D = D (D^+) = matrice de proiecție pe spațiul generat de coloanele lui D.
Apoi se proiecteaza task-ul pe ortogonalul variabilelor confndate: 
       X_task_res = X_task - D (D^+) X_task
Si se calculeaza raportul de energie:
· r = || X_task_res || / || X_task ||
unde ||.|| = norma 2 (energie).
Daca r ~ 1.0: task-ul e ortogonal pe variabilele confundate atunci semnalul nu se pierde.
         r < 0.9: variabilele confundate absorb semnificativ din task, semnalul se pierde, modelul este prea agresiv.
Rapoartele cumulative: drift only, motion, motion+derivatives, aCompCor, global_signal, outliers, ALL (toate în afară de task) permit să se observe care bloc de variabilele confundate preia eronat cel mai mult din task.
Pentru energia reținuta de task(echivalent cu ALL) se foloseste aceeași idee ca mai sus, dar acum D conține toate  variabilele confundate,  drift, fără task, raportul ||X_task_res|| / ||X_task|| arată cât din task rămâne după ce scazi tot ce nu e task. Praguri orientative:
· ≥0.95 → excelent, confounds nu reduc semnificativ task-ul.
· 0.90–0.95 → acceptabil.
· <0.90 → prea agresiv (fie HP cutoff prea scurt, fie prea mulți confounds).
– voxel central - statistici  - se extrage seria temporală din voxelul central si se raporteaza media, deviația standard, min, max pentru seriile PRE și POST stimul (e doar un test vizual/rapid)

Câteva idei legate de interpretarea testelor de calitate sunt schițate mai jos: 
1. dacă DOF < 50 → reevaluare variabile confundate (de scos derivate/aCompCor).
2. rapoarte de energie cumulative - arată care bloc de confounds are cel mai mare impact. Dacă ratio scade brusc după aCompCor, înseamnă că primele componente se suprapun cu task-ul.
3. energia reținuta de task  <0.90 trebuie ajustat HP cutoff sau confounds.
4. voxel central stats -verifică dacă reziduurile sunt ~centru în jur de 0 și nu au outliere extreme.

Mai jos sunt enumerate câteva observații legate de variabilele folosite in curățarea datelor:
 -ACOMPCOR_N: tipic 3–6. Prea puține => rămâne zgomot fiziologic. Prea multe → DOF mic, risc de coliniaritate.
-USE_MOTION_DERIV: False → set de variabile confundate minimal. True → mai multă captură a mișcării, dar DOF scade.
- HIGHPASS_SECS: 128s (clasic). Dacă task-ul are evenimente foarte lente, crește la 256s. Dacă task-ul e rapid, 128s e in regula.
- BANDPASS_REST: True doar dacă segmentele sunt suficient de lungi (>40 TR).
- HRF model: „spm” (default), „spm + derivative” (pentru a modela variabilitatea în timing), „glover” etc. (HRF - Haemodynamic Response Function)
Rezultatele analizei calitative împreuna cu valorile constantelor folosite pentru curățare sunt salvate intra-un fisier .csv pentru a putea sa fie inspectate ușor.
 

6.2 Analiza statistică și vizualizari comparative ale datelor fMRI  pre și post stimul (la nivel de voxel)
Analiza datelor fMRI presupune o serie de pași esențiali pentru a trece de la semnalul brut BOLD, afectat de mișcare, zgomot fiziologic și alte artefacte, la informații despre activarea cerebrală specifică unei sarcini. O analiza preliminara in ce priveste activarea cerebrala post stimul se poate realiza pentru fiecare voxel, comparând activitatea pre și post stimul, la același subiect. In acest sens se poate folosi testul statistic t-test pentru perechi pentru a analiza pentru fiecare voxel variatia între semnalul BOLD rezidual din perioada POST și cea din perioada PRE. 
Se verifică dacă media valorilor BOLD pentru perioada PRE diferă semnificativ de media valorilor pentru perioada POST, pentru același voxel. Ipotezele de lucru sunt:
- H0: μ_pre = μ_post
- H1: μ_pre ≠ μ_post
Se calculeaza  valoarea statisticii t pentru fiecare voxel si o valoare pozitiva inseamna activare mai mare în POST, iar o valoare negativa inseamna activare mai mare în PRE. Se asemenea se calculeaza valoarea p asociată, care exprimă probabilitatea ca diferența observată să fie întâmplătoare (p>=0.05) sau nu (p<0.05).
Această etapă perite generarea hărților statistice 3D (t-maps și p-maps), care permit localizarea precisă a diferențelor de activare cerebrală între condițiile experimentale.
In baza valorilor p si t calulate la nivel de voxel se pot genera harta 3D (t-map) a diferențelor semnificative, permițând localizarea precisă a efectelor taskului în creier (Culorile reci/calde arată direcția efectului (creștere sau scădere post-task) – Fig. 1, iar p-map-ul arată distribuția probabilităților asociate testului statistic. După aplicarea unui prag (ex: p<0.05), rămân doar voxeli unde există dovezi că diferența observată este reală, nu întâmplătoare (nivelul de semnificație statistică al diferențelor.e mare daca voxelul e reprezentat cu culoare intensă). In fara de analiza vizuala, se poate face si o analiza cantitativa folosind raportul cantitativ ce contine procentul de voxeli semnificativi (p<0.05), valorile maxime/minime de t, localizarea varfurilor. 
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Fig. 1 Secventa t-map coronal
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Fig. 2  Secventa p-map coronal

Aceasta analiza statistica la nivel individual si de voxel precum si vizualizarile pentru p si t-map au fost realizate sub forma unui script aplicabil tuturor sesiunilor 1 ale participantilor din studiu. Astfel, investigatorul poate răspunde la întrebări precum:
ce regiuni corticale își modifică activitatea după task, care este amploarea efectului (număr de voxeli semnificativi, t-max), este distribuția activării focală sau difuză. 

Descrierea scriptului pentru analiza statistica si vizualizare (pre-post stat analysis per subject.py din vis cleaned out)
Scriptul mapeaza organizarea datelor preprocesate anterior cu fmriprep si scriptul de impartire al seriei din sesiunea 1 in pre si post stimul.:
- directorul fMRIPrep  output/  – conține pentru fiecare subiect (`sub-XX`) fișierele corectate și normalizate.
- directorul  output/glm_ses1/  – conțin pentru fiecare subiect fișierele reziduurilor împărțite:
 **_desc-residuals_all.nii
 **_desc-residuals_rest.nii
 **_desc-residuals_poststim.nii
- directorul cu date anatomice  anat/  – contine datele T1 preprocesat în spațiul MNI utilizate drept fundal în afisarea hartilor p si t.
- directorul funcțional  func/ – contine fișierele cu variabile confundate masca creierului, necesare pentru procesarea ulterioară.
Pașii principali ai scriptului sunt:
1. Selectarea subiecților: se caută toate directoarele sub-* din directorul fMRIPrep.   Pentru fiecare subiect se verifică existența reziduurilor, măștii și anatomiei.
2. Încărcarea și pregătirea datelor: se extrag semnalele din voxelii creierului (folosind masca pentru creier).   Se aliniază lungimea segmentelor PRE și POST (tăiere la lungimea minimă).
3. Test statistic (paired t-test): pentru fiecare voxel se compară valorile BOLD între cele două segmente. Se generează hărți de t și hărți de p în format NIfTI.
4. Procesarea p-map-ului: se calculează −log10(p) pentru o mai bună vizibilitate. Se aplică pragul p<0.05 pentru mascarea zonelor nesemnificative. Rezultatul este salvat atât ca NIfTI, cât și ca HTML interactiv.
5. Vizualizări: se genereaza viewere interactive (Nilearn view_img) pentru explorarea întregului volum si HTML-uri pe orientari (axial, coronal, sagital) pentru ambele hărți (t-map, p-map). Astfel se oferă atât o privire globală, cât și o explorare pe secțiuni.
6. Output organizat pe subiect: toate rezultatele fiecărui subiect se salvează într-un director dedicat.ce conține: hărți interactive, HTML-uri pe secțiuni, fișiere NIfTI thresholded.
 	Acest pipeline permite investigarea efectelor taskului asupra activării cerebrale într-un mod visual, interactiv. Investigatorul poate vedea rapoarte vizuale (HTML), facilitând interpretarea rezultatelor.


6.3 Analiza conectivității funcționale la nivelul rețelelor cerebrale între stările PRE-rest și POST-stimul
Scopul acestei analize este de a identifica modul în care stimularea dureroasă modifică interacțiunile dintre rețelele cerebrale majore. Pentru aceasta, am comparat conectivitatea funcțională în repausul inițial (PRE-rest) cu repausul de după stimul (POST-stimulare), folosind atlasul Yeo-17 pentru a rezuma activitatea neuronală la nivel de rețele [10]. Serii temporale au fost extrase din fiecare rețea și corelate prin metode diferite, inclusiv o variantă regularizată, pentru a obține matricei de conectivitate stabile.
Conform literaturii de specialitate, stimularea dureroasă activează și modulează în special rețelele limbice și de salience, implicate în integrarea și orientarea către stimuli relevanți [28]. Se așteaptă o creștere a conectivității între aceste rețele și ariile somato-motorii, reflectând procesarea nociceptivă și pregătirea pentru reacție. În paralel, conectivitatea rețelei default mode scade în timpul durerii, ceea ce indică o reorientare a resurselor cognitive către procesarea externă [29], [30]. De asemenea, rețelele de control executiv pot fi implicate în reglarea cognitivă a durerii și în modularea experienței subiective [31].
Prin urmare, compararea dintre stările PRE și POST oferă un cadru pentru a evidenția dinamica rețelelor funcționale în raport cu experiența dureroasă și pentru a testa ipoteze privind modularea atențională și emoțională a procesării nociceptive.

Descrierea scriptului pentru analiza conectivității funcționale PRE-rest și POST-stimul
Scriptul urmărește cuantificarea modificărilor de conectivitate funcțională la nivelul rețelelor cerebrale între două stări experimentale—repaus pre-stimulare (PRE) și repaus post-stimulare (POST)—pe baza seriilor temporale extrase din rețelele atlasului Yeo-17, iar analiza e  realizată pe seriile pre/post stimul curatate anterior pentru a reduce influența variațiilor nespecifice și a artefactelor.
Intrările sunt datele in format BIDS generate cu fmriprep sau scripturi specifice si se gasesc in directorul /output/. Pentru fiecare subiect (sub-*, sesiunea ses-01), se așteaptă două fișiere 4D de reziduuri:...desc-residuals_rest.nii (PRE) și...desc-residuals_poststim.nii (POST). Opțional, se poate utiliza o mască cerebrală în spațiul MNI. Subiecții fără ambele reziduuri sunt omişi sin analiza.
Se încarcă atlasul Yeo-2011, 17 rețele (varianta thick sau thin). Valorile non-zero ale atlasului sunt re-etichetate consecutiv 1..N pentru compatibilitate cu extracția pe etichete si se atașează denumirile standardizate ale rețelelor (in  fisierul  yeo17_roi_labels_reference.csv se stocheaza un tabel de corespondență  ce mapează valorile originale ale atlasului la etichetele folosite).
Pentru fiecare volum 4D (PRE, POST), se aplică un masker pe etichete (echivalentul mediei semnalului în voxeli ai fiecărei rețele), cu standardizare pe timp (medie zero, deviație unitară) și fără detrend suplimentar (detrend=False), având în vedere că se lucrează pe reziduuri GLM. Dacă diagnosticele sunt activate, se calculează și se salvează numărul de voxeli per rețea după resampling/mascare, indicând explicit rețelele cu 0 voxeli.
Seriile PRE și POST sunt trunchiate la lungimea comună minimă pentru a evita biasul indus de diferențe de durată. Se semnalează identitatea perfectă a seriilor (caz neobișnuit dar care poate sa apara daca semnalul este curatat prea mult).
	Pentru fiecare stare se construiesc matrici de conectivitate (dimensiune N×N) prin patru măsuri de corelatie complementare:  Pearson  , Pearson regularizat (pentru ca stabilizează estimarea când numărul de puncte temporale este relativ mic față de N, ca in cazul de fata), Spearman si Kendall. Pentru fiecare măsură se calculează și diferența Δ = POST − PRE, ce reflectă modificarea conectivității indusă de stimulare. Opțional, pentru măsurile de tip Pearson se aplică transformarea Fisher-z (după tăiere la ±0.999999), generând matrici Z_PRE, Z_POST și Z_Δ = Z_POST − Z_PRE, adecvate pentru inferențe statistice ulterioare la nivel de grup.
Pentru fiecare subiect se salvează în .../proc_functionale_pre_post/: matrici de conectivitate pentru PRE, POST și Δ, pentru toate cele patru măsuri (CSV și NPY), versiuni Fisher-z pentru Pearson (PRE/POST/Δ; CSV și NPY), etichetele rețelelor utilizate (yeo17_roi_labels.csv)
  

6.4 Script pentru analiza statistica a deviatiei de la norma de modificare functională a pacienților  oncologici cu durere cronică
A fost realizat un script (analiza_stat_date_p4.py) care are rolul de a realiza comparația statistică intre un pacient individual și un grup de control pe baza diferențelor matricelor de conectivitate funcțională (pre – post stimul). Decizia asupra stategiei de analiză statistică vine din faptul că numarul de pacienți oncologici cu durere este extrem de scăzut pentru o analiza statistică realizată in manieră clasică de tip t-test.

Date de intrare
Scriptul primește ca intrare o structura de directoare organizată pe 2 grupuri – control si durere, unde sunt stocate datele referitoare la diferenta matricelor de conectivitate:

control/
   sub-XX/
      conn_delta_metoda_corelatie.csv
pain/
   sub-YY/
      conn_delta_metoda_corelatie.csv

Metoda de corelatie  (metoda_corelatie) poate să fie : pearson_fisherz, pearson, kendall, spearman, și, dacă e de interes se pot adaugă și alte metode de exemplu DTW [33].
Fiecare fisier .csv conține matricea patratica a modificărilor de conectivitate (POST–PRE) relativ la stimulul dureros aplicat. Un fișier suplimentar conține etichetele ROI asociate atlasului Yeo17 folosit, pentru interpretarea rezultatelor.
Datele sunt încărcate automat, iar scriptul elimina eventualele coloane text sau headere introduse in timpul exportului. Matricele sunt convertite numeric și validate din punct de vedere al dimensiunii așteptate.


Procesarea datelor
Pentru fiecare subiect din grupul de control se extrage triunghiul superior al matricei modificărilor de conectivitate pentru a retine doar conexiunile unice. Aceste valori sunt stocate intr-un vector multidimensional ce definește distribuția de referința care se refera la cum reacționează din punct de vedere al conexiunilor funcționale un grup de persoane sănătoase la aplicarea unui stimul dureros.
Pentru fiecare pacient:
1. se încarcă matricea modificărilor de conectivitate functionala (FC),
2. se extrag conexiunile corespunzatoare,
3. se aplica testul Crawford-Howell pentru fiecare conexiune,
4. se calculează scorul Z fata de grupul de control,
5. se aplica corectia FDR (False Discovery Rate).
Testul Crawford–Howell reprezintă o metodă statistică destinată comparării unui caz individual cu un grup de referință [34], [35î. Spre deosebire de testele clasice de tip t pentru două eșantioane independente, care presupun estimarea stabilă a varianței în ambele grupuri, testul Crawford–Howell tratează pacientul ca observație singulară și utilizează exclusiv distribuția grupului de control pentru estimarea variabilității.  Acest test este utilizat frecvent în neuropsihologie și studii clinice în care dimensiunea eșantionului de pacienți este redusă, sau se analizeaza  datele chiar si pentru un singur pacient [36].
Statistic, metoda evaluează cât de mult se abate valoarea observată la pacient față de media calculata pe grupul de control, ajustând deviația standard pentru dimensiunea limitată a eșantionului normativ. Formula introduce un factor de corecție care reflectă incertitudinea estimării varianței atunci când aceasta este calculată dintr-un număr finit de subiecți.
Aplicarea acestui test este justificată în contextul prezent deoarece studiul investighează modificări funcționale pe un grup de pacienti oncologici cu durere cronica de dimeniune limitată. 
Scorul z reprezintă o măsură standardizată care exprimă distanța unei observații față de media unei distribuții, raportată la deviația standard a acesteia. În cadrul analizei modificarilor de conectivității funcționale la aplicarea stimulului dureros, scorul z cuantifică cât de mult diferă modificarea conectivității unui pacient oncologic comparativ cu variabilitatea normală in modificarea conectivității functionale observată la grupul de control.
Matematic, scorul z este definit ca:

unde reprezintă media in grupul de control, iar deviația standard.
Utilizarea scorului z este importantă deoarece permite interpretarea efectului într-o unitate independentă de scară, facilitând compararea între conexiuni diferite sau între rețele funcționale distincte. În studiul de față, scorul Z completează testul Crawford–Howell prin furnizarea unei interpretări neurobiologice mai intuitive, indicând direcția și magnitudinea modificărilor de conectivitate.
Analiza modificarii conectivității funcționale la aplicarea unui stimul dureros implică testarea simultană a unui număr mare de conexiuni cerebrale. În cazul unei parcelări cu 17 regiuni, numărul de comparații depășește o 100 de teste statistice independente. În aceste condiții, probabilitatea obținerii unor rezultate fals pozitive crește semnificativ dacă se utilizează praguri clasice de semnificație (de exemplu p < 0.05).
Corecția FDR (False Discovery Rate) controlează proporția așteptată de rezultate fals pozitive dintre toate rezultatele declarate semnificative.  FDR permite un compromis între sensibilitate și specificitate, fiind adecvată analizelor exploratorii din neuroimagistică [37].
Procedura ordonează valorile p crescător și stabilește un prag adaptiv dependent de numărul total de teste efectuate. Astfel, doar acele conexiuni care depășesc acest prag sunt considerate robuste statistic.
Aplicarea corecției FDR în acest studiu poate sa fie utila in a limita interpretarea unor rezultate apărute întâmplător, însă trebuie menționat că, în contexte cu eșantioane mici, ca in cazul de fată, metoda poate deveni conservatoare și poate reduce detectarea efectelor reale. Din acest motiv sunt raportate si rezultatele necorectate (rol exploratoriu, nu confirmator).
           Împreună, cele trei instrumente statistice îndeplinesc roluri complementare: testul Crawford–Howell stabilește existența unei deviații individuale față de normă, scorul Z cuantifică magnitudinea acestei deviații, corecția FDR controlează riscul interpretării eronate datorate testărilor multiple.
Această metodologie permite o evaluare echilibrată între rigoarea statistică și sensibilitatea necesară studiilor clinice cu număr redus de pacienți. Ea ofera o descriere mai completă a reorganizării funcționale cerebrale asociate durerii oncologice.
Partea superioară a formularului
Partea inferioară a formularului
           Scriptul genereaza automat, ca date de iesire fisiere CSV complete cu toate statisticile t, p, Z pentru cazul necorectat si respectiv corectat si afiseaza acele conexiuni relevante pentru ambele cazuri/ pacient.

 
 






























7 Analiza statistica a datelor obținute in studiu (partiale)

Studiul a avut ca unul dintre obiective investigarea modificărilor conectivității funcționale cerebrale asociate stimulului dureros la pacienți cu durere oncologica, comparativ cu un grup de control format din participanți sănătoși. Analiza se bazează pe imagistică prin rezonantă magnetică functională (fMRI). Se evaluează reorganizarea rețelelor funcționale descrise cu atlasul Yeo 17 in contextul durerii oncologice.
Datele au fost achiziționate in condiții de repaus (resting-state), in doua intervale temporale distincte: anterior aplicării stimulului dureros (PRE) si ulterior acestuia (POST). Aceasta abordare permite cuantificarea modificărilor induse de stimul prin calculul diferenței de conectivitate funcțională intre cele doua momente temporale/conexiune functională. Pentru fiecare subiect s-a obținut o serie temporala BOLD completă, ulterior preprocesată utilizand proceduri standard.
Preprocesarea a inclus corectia miscarii, normalizarea spatială in spatiul MNI152NLin2009cAsym si eliminarea variabilelor confundate derivate din miscarea capului si semnale fiziologice reziduale. Semnalul final analizat a reprezentat reziduurile modelului liniar generalizat (GLM), considerate a reflecta activitatea neuronala curățata de posibile variabie confndate.
Parcelarea functională a fost realizata utilizând atlasul funcțional Yeo 17, obtinandu-se 17 retele funcționale. Pentru fiecare regiune de interes (ROI) a fost extrasa seria temporala medie, iar conectivitatea funcțională a fost estimata prin coeficientul de corelatie Pearson si alte meode de corelatie (Kendall, Spearman) intre toate perechile de regiuni. Valorile obținute prin metoda Pearson au fost transformate Fisher-Z pentru a îmbunătăți proprietățile statistice ale distribuției.

Calculul modificărilor de conectivitate
Pentru fiecare subiect s-a calculat matricea de conectivitate functionala in conditia PRE si POST stimul. Ulterior a fost obtinuta o matrice cu  diferenta intre cele două:

 D_FC=FC_POST-FC_PRE 

Aceasta matrice reflecta modificările induse de aplicarea stimulului dureros și reprezintă variabila principală analizată statistic. Pentru fiecare matrice au fost considerate doar conexiunile unice (triunghiul superior), rezultând un set de 136 conexiuni independente.
Grupul de control a fost utilizat pentru estimarea distribuției normale a răspunsului la stimul, presupunând că modificările observate la participanții sănătoși reflectă variabilitatea fiziologica normală. Datele fiecărui pacient oncologic pot să fie analizate individual utilizând o abordare de tip single-case.

Analiza statistica
Comparatia dintre pacient si grupul de control a fost realizata utilizând testul Crawford–Howell, dezvoltat special pentru evaluarea unui caz individual raportat la un eșantion de referința. Statistic, testul estimează cat de mult deviază valoarea pacientului fata de media grupului de control, ținând cont de variabilitatea datelor acestuia. Pentru fiecare conexiune s-au calculat: valoarea t, probabilitatea asociata (p-value), scorul Z fata de distributia datelor de control.
Pentru controlul erorii de tip I generate de testarea multipla a conexiunilor a fost aplicata corectia FDR (False Discovery Rate), dar deoarece numarul de conexiuni este relativ mare raportat la dimensiunea esantionului, corectia FDR a condus la imposibilitatea detectarii vreunui efect. Din acest motiv, au fost raportate in continuare conexiunile cu prag necorectat p < 0.05, considerate exploratorii, pentru a evidenția pattern-urile functionale potențial relevante clinic.

Rezultate prospective
Analiza a evidențiat absenta conexiunilor semnificative dupa corectia FDR, fapt asteptat avand in vedere dimensiunea redusa a esantionului si variabilitatea ridicata a conectivitatii functionale inter-individuale. Cu toate acestea, analiza exploratorie (p < 0.05 necorectat) a relevat un pattern coerent de reorganizare functionala.
Considerând un pacient cu durere cronică, analiza a evidențiat diferențe în modul de modificare a conectivității funcționale induse de stimulul dureros, comparativ cu răspunsul observat la participanții sănătoși din grupul control. Acestea sunt conexiunile cu p<0.05 necorectat evidentiate de analiza, atunci cand a fost folosit Pearson transformate Fisher-Z, Pearson, Spearman si respectiv Kendall, cu rezultate prezentate in continuare :
    
	Pearson  Fisher-Z
	  VIS_B - VAN_A | p=0.02086 | t=-2.739 | z=-2.86 | scadere
  VAN_A - TP | p=0.02156 | t=-2.720 | z=-2.84 | scadere
   DAN_B - DMN_A | p=0.03203 | t=2.489 | z=2.60 | crestere
   SM_B - TP | p=0.04025 | t=-2.356 | z=-2.46 | scadere


	Pearson
	 VAN_A -  TP | p=0.00319 | t=-3.854 | z=-4.03 | scade
  SM_B - TP | p=0.003641 | t=-3.773 | z=-3.94 | scade
  VIS_B - VAN_A | p=0.005957 | t=-3.476 | z=-3.63 | scade
  VIS_A - DAN_B | p=0.007377 | t=-3.349 | z=-3.50 | scade
  DAN_B - DMN_A | p=0.01379 | t=2.981 | z=3.11 | creste
  VIS_B - CONT_A | p=0.01695 | t=-2.860 | z=-2.99 | scade
  VIS_A - _SM_A | p=0.01843 | t=-2.811 | z=-2.94 | scade
  DAN_A - CONT_A | p=0.01944 | t=-2.780 | z=-2.90 | scade
  DAN_A - LIM_A | p=0.02077 | t=-2.742 | z=-2.86 | scade
  VAN_B - DMN_B | p=0.03578 | t=2.425 | z=2.53 | creste
  LIM_A - DMN_A | p=0.04807 | t=-2.251 | z=-2.35 | scade

	Kendall
	  VAN_A - CONT_C | p=0.01005 | t=-3.166 | z=-3.31 | scade
  VIS_B - VAN_A | p=0.01857 | t=-2.807 | z=-2.93 | scade
  SM_A - DMN_A | p=0.0289 | t=2.549 | z=2.66 | creste
  SM_B - TP | p=0.03805 | t=-2.389 | z=-2.49 | scade
  VIS_A - DAN_B | p=0.04149 | t=-2.338 | z=-2.44 | scade

	Spearman
	  VIS_B - VAN_A | p=0.001564 | t=-4.299 | z=-4.49 | scade
  VAN_A - CONT_C | p=0.01053 | t=-3.139 | z=-3.28 | scade
  VIS_B - CONT_C | p=0.01748 | t=-2.842 | z=-2.97 | scade
  SM_B - TP | p=0.01758 | t=-2.839 | z=-2.97 | scade
  VIS_A - DAN_B | p=0.02193 | t=-2.710 | z=-2.83 | scade
  LIM_B - CONT_A | p=0.02499 | t=2.634 | z=2.75 | creste
  SM_A - DMN_A | p=0.02809 | t=2.566 | z=2.68 | creste
  VAN_A - TP | p=0.03003 | t=-2.527 | z=-2.64 | scade
  DAN_A - CONT_A | p=0.04491 | t=-2.291 | z=-2.39 | scade



S-a observat o reducere a modificării conectivității între rețeaua vizuală (VIS) și rețeaua ventrală a atenției (VAN) la pacient, comparativ cu tiparul grupului de control. Acest rezultat sugerează că stimulul dureros produce o influență mai redusă a informației externe asupra mecanismelor de detectare a stimulilor, indicând o diminuare a reorientării atenționale către mediul înconjurător in cazul durerii cronice.
De asemenea, variația conectivității dintre VAN și rețeaua temporo-parietală (TP) a fost mai scăzută decât cea observată în grupul control, sugerând o alterare a mecanismelor normale de schimbare a focusului atențional după apariția unui stimul relevant. În mod fiziologic, această interacțiune facilitează tranziția rapidă între procesarea internă și cea orientată spre mediul extern, iar reducerea modificării conectivității poate reflecta o rigidizare a dinamicii atenționale în contextul durerii persistente.
Modificarile diferențiale observate între rețeaua somatomotorie (SM) și rețeaua temporo-parietală (TP) indică faptul că stimulul dureros produce la pacient o integrare distinctă a informației corporale față de cea observată la grupul de control. Astfel, nu nivelul conectivității în sine este alterat, ci modul în care rețelele neuronale își ajustează interacțiunea în urma stimulării nociceptive.
Aceste modificari sunt observabile indiferent de metoda de analiza a conectivitatii folosite.
În paralel, s-a constatat o creștere a modificării conectivității între rețeaua atenției dorsale (DAN) și rețeaua Default Mode (DMN), comparativ cu răspunsul grupului de control. În condiții normale, aceste rețele prezintă o relație antagonică funcțională, iar sincronizarea lor crescută după stimul sugerează o orientare preferențială a resurselor atenționale către procese interne. Acest fenomen poate fi interpretat ca o amplificare a monitorizării cognitive a senzației dureroase sau a evaluării interne a acesteia.
Per ansamblu, tiparul identificat sugerează o reorganizare a răspunsului funcțional la stimulul dureros, caracterizată prin reducerea modificărilor asociate procesării informației externe și prin accentuarea procesării interne. Aceste rezultate sunt consistente cu modelele neurocognitive ale durerii persistente, conform cărora stimulul nociceptiv devine un factor dominant în reglarea dinamicii rețelelor cerebrale, modificând modul în care creierul răspunde la evenimente senzoriale relevante sau se comporta in stare de repaus [38], 39.
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